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Voorwoord

Voor u ligt de scriptie “Reinforcement learning, de belastingadviseur van de toekomst of
een overschatte technologie?” Deze scriptie heb ik geschreven in het kader van de afronding
van mijn master Fiscaal Recht aan de Vrije Universiteit Amsterdam, met als afstudeerrichting
Tax & Technology.

Tijdens de master merkte ik dat ik de Tax & Technology vakken erg interessant vond en
dan met name wanneer het over programmeren ging. Dat is dan ook de reden geweest dat ik
vanaf het begin graag een code of experiment gebaseerd op code wilde verwerken in de scriptie.
Daarbij kwam ik, met behulp van meneer Bomer, snel uit op het onderwerp reinforcement
learning. Na vervolgens met mijn begeleider meneer Lucas de eerste scriptiemeeting te hebben
gehad, kwamen we met het idee om te proberen een reinforcement learning agent de wet te
laten leren. Ook al waren er momenten dat het schrijven van code totaal niet wilde lukken of
dat de reinforcement learning agent niet wilde uitvoeren wat ik had bedacht, wil ik toch zeggen
hoe verheugd ik ben met het uiteindelijke resultaat. Uiteindelijk is de rest van de scriptie met
name om het experiment heen geschreven, om ook de link te leggen met Fiscaal Recht.

Ik wil door middel van dit voorwoord een aantal mensen bedanken. Ten eerste mijn
begeleider meneer Lucas, die ik soms wellicht nogal heb lastiggevallen met mijn vragen over
het experiment en de scriptie, maar die altijd geduldig en behulpzaam is gebleven en mij erg
enthousiast heeft gemaakt over Al en reinforcement learning. Daarnaast wil ik Morris Beek
bedanken voor de hulp met betrekking tot het begrijpen en schrijven van de code. Ten slotte
wil ik mijn ouders bedanken voor alle steun die zij mij hebben gegeven tijdens mijn studie.

Andries Albert den Outer
Amsterdam

18 mei 2020
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Lijst met afkortingen:

Al: Artifici€le Intelligentie

MDP: Markov Decision Process

V: Value Function

R: Reward Signal

S: State

A: Action

t Tijdstap

T: Transitiefunctie

B: Discount Factor

Q: Q-function

m: Policy

Ve: Snelheid

m: Som sonar metingen

NLP: Natural Language Processing

IRL: Inverse Reinforcement Learning

o: Kenmerken van de reward signal bij IRL
Weights
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1. Inleiding

“Learn from me, if not by my precepts, at least by my example, how dangerous is the acquirement of knowledge, and how much
happier that man is who believes his native town to be his world, than he who aspires to become greater than his nature will allow.”
-- Mary Shelly, “Frankenstein” (1 januari 1818)

1.1. Aanleiding onderzoek
De Hominini soort Kenyanthropus platytop, een neef van de Homo Sapiens, begon
hoogstwaarschijnlijk ongeveer 3,3 miljoen jaar geleden, in het huidige Kenia, met het gebruiken
van geslepen stenen als gereedschap.! In de ruim drie miljoen jaar die daarop volgden is het
gereedschap van deze eenvoudige geslepen stenen uitgegroeid naar de complexe
fabrieksmachines die nu gebruikt worden voor de vervaardiging van een grote variatie aan
producten en goederen. De eenvoudige geslepen steen en de complexe fabrieksmachines zijn
beiden nuttig in het assisteren van mensen bij het uitvoeren van taken. Bijvoorbeeld bij het
doden van een dier of het fabriceren van geavanceerde producten. Wat allebei eveneens gemeen
hebben is het feit dat ze gelimiteerd zijn in de
vorm waarin ze zijn gemaakt. Eenmaal gebouwd
kunnen ze =zich niet meer aanpassen aan

veranderende behoeften zonder interventie van He;ﬂ &
de mens. Eenvoudige machines zoals de hetboom { Height

en het hellende vlak, welke zijn beschreven door Jength N ¥

onder andere de Griekse filosoof Archimedes,
hebben niet het vermogen om te leren.? De

Figuur 1.1. Eenvoudige machines

parameters van de machines zijn de dimensies, zoals de lengte en de hoogte van het hellende
vlak en de twee lengtes en de hoogte van de hefboom. Deze dimensies bepalen de werking van
de machines; als de hoogte van het hellende vlak wordt verhoogd verschuift het gene dat wat
op de machine wordt gelegd met een hogere snelheid naar beneden. Indien de afmetingen van
de hefboom worden aangepast kan er een groter gewicht worden opgeheven.? De dimensies
worden bepaald door de ontwerper en zijn in essentie zijn of haar kennis, ingebouwd in de
machine. In zekere zin belichamen ze de ideeén van de ontwerper, het is een vorm van vast
geheugen. Het geheugen is vast aangezien een verandering in het geheugen tussenkomst van
de ontwerper vereist.*

Lerende machines kunnen het geheugen wijzigen tijdens het gebruik van de machine, dit
wordt ook wel machine learning genoemd. Lerende versies van de hiervoor beschreven
machines zouden automatisch de dimensies wijzigen na evaluatie van de werking van de
machines. Het hellende vlak zou indien gewenst uit eigen beweging de hellingshoek aanpassen

"Harmand, Lewis, Nature 2015/521.

2 Lafferty 1992, p. 103.

3 In de exacte wetenschappen is een parameter een onbekende of variabele die de uiteindelijke toestand van een
systeem bepaalt. De stand van de lichtknop is bijvoorbeeld een parameter van het lichtsysteem in de kamer.
Onder dimensies van een voorwerp wordt verstaan de parameters waarmee zijn vorm en afmetingen worden
vastgelegd. In de natuurkunde wordt met de dimensie van een grootheid de categorie verstaan waartoe die
grootheid behoort.

4 Paluszek, Thomas 2017, p. 3-4.
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en de hefboom zou de lengte van de hefplank aanpassen. Bij veranderende omstandigheden,
zoals verschil in ladingen, past de machine zich zonder tussenkomst van mensen aan aan de
nieuwe situatie. Zodoende belichaamt de machine niet langer het idee van de ontwerper maar
brengt het eigen ideeén voort.>

1.1.1. Supervised learning
Indien de vergelijking met de mens getrokken wordt, kan het concept leren zich in

verschillende vormen voordoen. Neem bijvoorbeeld een kind dat een set van gelabelde foto’s
te zien krijgt die worden gegeven door een leraar of lerares, waarbij de label een specificatie is
van de juiste handelingen die het kind moet nemen in de situatie die zich voordoet op de foto.
Het doel van dit soort leren is dat het kind zijn handelingen generaliseert, zodat het correct
handelt in situaties die niet in de voorbeeld set aanwezig zijn. Deze vorm van leren wordt binnen
de wereld van machine learning supervised learning genoemd. Dit is een belangrijke vorm van
leren, maar alleen is het niet voldoende als er geleerd moet worden van interactie.

1.1.2.  Unsupervised learning
Naast het leren door middel van een leraar die voorbeelden aanreikt, kan een kind ook leren

als er een grote hoeveelheid niet-gelabelde foto’s wordt aangereikt en het kind zonder hulp
van een leraar patronen in de verschillende foto’s moet herkennen. Deze zelfstandige vorm
van leren wordt unsupervised learning genoemd. Supervised en unsupervised learning zijn
dus beide gericht op het vinden van een verborgen structuur binnen een set data, namelijk de
foto’s.

1.1.3. Reinforcement learning

Verder bestaat er binnen machine learning nog een derde vorm van leren, reinforcement
learning. Als een baby speelt, met zijn armen zwaait of om zich heen kijkt, heeft hij geen
expliciete leraar, maar wel een directe zintuigelijke verbinding met zijn omgeving. Het
uitoefenen van deze verbinding levert een schat aan informatie op over oorzaak en gevolg, over
de gevolgen van handelingen, en over wat te doen om doelen te bereiken. Bij reinforcement
learning wordt het kind niet verteld welke handelingen hij moet ondernemen, maar moet hij of
zij door middel van uitproberen zelf ontdekken welke handelingen de meeste beloning
opleveren. In de meest ideale gevallen beinvloeden de handelingen niet alleen de onmiddellijke
beloning, maar ook de volgende situaties en daarmee de volgende beloningen. Deze twee
kenmerken, trial-and-error-search en vertraagde beloningen, zijn de twee voornaamste
kenmerken van reinforcement learning.

1.2. Probleemstelling

Is het dan wellicht ook mogelijk een computer de wet te laten leren? Het recht is immers
sinds de tijden van de Codex van Justinianus tot en met het moderne recht dat wij nu kennen
en gebruiken, in handen van de mens. De mens bedenkt de wet en oordeelt over de toepassing
van de wet. Echter is de wereld sinds de 20%¢ eeuw aan het digitaliseren. Een leven zonder

3 Paluszek, Thomas 2017, p. 3-4.
¢ Sutton, Barto 2015, p. 2-3.
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computers is niet meer voor te stellen. Daarom zou het voor de hand liggen dat in het verlengde
van de digitaliserende wereld het recht ook digitaliseert. Het zal dan evident zijn dat in de 218
eeuw computers wetten bedenken en over de toepassing van wetten zullen oordelen. Echter op
dit moment is dit nog niet de realiteit. Het recht is momenteel nog altijd stevig in handen van
de mens. De volksvertegenwoordiging bedenkt de wet en menselijke rechters oordelen over de
toepassing van de wet.

De probleemstelling van deze scriptie is: dat Al en reinforcement learning binnen het recht,
en meer specifiek binnen Fiscaal Recht, nog maar spaarzaam worden gebruikt, terwijl de
mogelijkheden buiten het recht omvangrijk zijn. Daarbij zal worden bekeken of het mogelijk is
reinforcement learning te gebruiken voor het oplossen van dit probleem. De centrale vraag van
deze scriptie luidt dan ook:

Reinforcement Learning: de belastingadviseur van de toekomst of een overschatte
technologie?

Ik zal de onderzoeksvraag proberen te beantwoorden aan de hand van de volgende deelvragen.

1. In hoofdstuk twee zal ik antwoord geven op de eerste deelvraag: “Reinforcement
learning, wat is het en hoe werkt het?”

2. Het derde hoofdstuk behandelt de tweede deelvraag: “Het MDP, de Bellman
vergelijking en Q-learning, wat heeft het met elkaar te maken?”

3. In het vierde hoofdstuk zal ik de derde deelvraag behandelen: “Is het mogelijk een
reinforcement learning agent de Wegenverkeerswet te leren?”

4. De laatste deelvraag luidt ten slotte: “Is het mogelijk reéle toepassingen van
reinforcement learning binnen Fiscaal Recht te bedenken?” Deze deelvraag behandel
ik in hoofdstuk vijf.

1.3. Methodologie
Ik heb voor reinforcement learning gekozen omdat in tegenstelling tot supervised en

unsupervised learning, reinforcement learning begint met een agent die een bepaald doel voor
ogen heeft, en door middel van reinforcement learning dit doel probeert te bereiken. In het
onderzoek is er eveneens een duidelijk doel, namelijk een computer de wet laten begrijpen en
laten toepassen. De reinforcement learning agent moet door middel van het aanvoelen van de
omgeving dit expliciete doel behalen. Dit is uniek voor deze vorm van machine learning.’

1.3.1. “Reinforcement learning, wat is het en hoe werkt het?”
Voor deze vraag is het van belang dat duidelijk wordt gedefinieerd wat reinforcement

learning exact is en waar het voor gebruikt kan worden. Daarbij maak ik met name gebruik van
literatuur die is uitgeven door deskundigen; erkende uitgevers zoals universiteiten en erkende
vaktechnische tijdschriften. Ik noem dit omdat er op het internet talrijke artikelen staan die
betrekking hebben op dit onderwerp, maar waar de feitelijkheid en juistheid lastig van is vast
te stellen.

7 Sutton, Barto 2015, p. 4.
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1.3.2. “Het MDP, de Bellman vergelijking en Q-learning, wat heeft het met elkaar te maken?”
De methode die ik voor deze deelvraag gebruik zal hetzelfde zijn als de methode van de

eerste deelvraag. Oftewel, door middel van erkende literatuur beschrijven wat deze vormen van
reinforcement learning zijn en hoe het exact werkt.

1.3.3. “Is het mogelijk een reinforcement learning agent de Wegenverkeerswet te leren?”
Om deze vraag te beantwoorden, ga ik eveneens literatuuronderzoek doen. Met dit

onderzoek zal ik me vooral richten op het verzamelen van informatie om Python leren te
gebruiken. Daarbij zal ik, eveneens met behulp van Python, proberen een code te schrijven
waarbij een reinforcement learning agent een artikel van de Wegenverkeerswet begrijpt. Deze
code wordt geschreven met behulp van met name ‘open source’ data van het internet, zoals
websites als stackoverflow.com en github.com. De wet die ik in het experiment gebruik is de
Wegenverkeerswet. In deze deelvraag zal ik de vergelijking maken tussen de
Wegenverkeerswet en fiscale wetgeving om de keuze voor de Wegenverkeerswet toe te lichten.

1.3.4. “Is het mogelijk reéle toepassingen van reinforcement learning binnen Fiscaal Recht te
bedenken?”
Bij deze vraag zal ik aan de hand van literatuuronderzoek en jurisprudentie-onderzoek de

mogelijke toepassing van reinforcement learning binnen fiscaal behandelen. Hierbij zal ik
ingaan op hoe de eerste en tweede vraag zich zouden moeten vertalen naar het fiscale domein.
Voor het jurisprudentie-onderzoek zal ik een analyse maken van een arrest van de Hoge Raad.
Deze analyse gebruik ik vervolgens voor het beantwoorden van deze vraag. Het
literatuuronderzoek wordt gedaan op dezelfde manier en met veel dezelfde bronnen die zijn
gebruikt voor de eerste vraag. Dit zijn met name bronnen die uitgeven zijn door universiteiten
en die via de onlinebibliotheek van de VU zijn gevonden.

1.4. Begrenzing
Aangezien Al en reinforcement learning zeer brede onderwerpen zijn, is het van belang om

aan te geven op welke onderwerpen ik inga en wat ik niet behandel. Ten eerste zal ik in het
tweede en derde hoofdstuk alleen ingaan op de techniek achter reinforcement learning en
derhalve behandel ik dus niet supervised en unsupervised learning en eventuele andere machine
learning technieken. Verder behandel ik in het tweede hoofdstuk alleen de onderwerpen die aan
de basis liggen van het grootste deel van de reinforcement learning algoritmes. Daarbij is het
van belang op te merken dat de verschillende algoritmes deze technieken in sommige gevallen
op een andere manier gebruiken dan andere algoritmes. Deze verschillen zal ik niet behandelen
om de lengte van de scriptie overzichtelijk te houden. In het derde hoofdstuk beschrijf ik kort
deep Q-learning aangezien deze techniek in het experiment wordt gebruikt. Echter blijft dit bij
een korte beschrijving. Dit heeft als reden dat deep learning zeer complex is en een uitgebreide
uitleg ten koste zal gaan van de begrijpelijkheid van de scriptie.

De laatste begrenzing bevindt zich in het hoofdstuk vijf met betrekking tot de virtuele
belastingadviseur. In dat hoofdstuk beperk ik mij louter tot de fiscale gevolgen van fiscale
handelingen van de virtuele belastingadviseur. Ik behandel derhalve dus niet de niet-fiscale
gevolgen van de fiscale handelingen. Dit doe ik omdat ik van mening ben dat het niet haalbaar



Andries Albert den Outer 2660189

is om een reinforcement learning agent te ontwikkelen die naast de fiscale gevolgen ook de
niet-fiscale gevolgen van handelingen meeneemt.

10
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2. Reinforcement learning
2.1. Algemene begrippen

Voordat ik in ga op de theorie van reinforcement learning dienen een aantal begrippen die
van belang zijn voor deze vorm van machine learning omschreven te worden. Ten eerste een
agent, deze verricht actions A en leert van de verrichte actions. Tevens is de agent doelgericht,
het verricht actions om dit doel te bereiken. Een action is alle mogelijke handelingen die een
agent op een bepaald moment in #ijd t kan nemen in het environment waar de agent in opereert.
De agent interacteert met het environment door middel van de actions. Deze actions veranderen
de state S, van het environment naar S.,; en genereert een positieve reward signal of een
negatieve reward signal R, vanuit het environment. Vervolgens tracht de agent in de nieuwe
S..1 de best mogelijke handeling te verrichten om een zo hoog mogelijke R.; te ontvangen. De
reward signal is een functie van de action €n de state, dus niet van louter de action. Wat betekent
dat dezelfde action een verschillende reward signal zou kunnen, en idealiter zou moeten, krijgen
onder verschillende states.®

2.2. De state

Om het begrip state beter te begrijpen is het van belang de geschiedenis H, te begrijpen. De
variabele H, is opgemaakt uit alles wat de agent tot de huidige # aan informatie heeft ontvangen.
Opiedere =0, 1, 2, 3 etc., verricht de agent een A,, deze A, verricht de agent na een observatie
te hebben gedaan vanuit het environment. In de daaropvolgende ¢ bevindt de agent zich in een
nieuwe S.,; en ontvangt het van het van het environment een R.. Deze reeks aan observaties,
actions en reward signals gedurende de levensfase van de agent tot aan de huidige 7 is de H,:’

Ht = $1,41,R2,...,5t-1,At-1, Rt

Wat de volgende te verrichten action is, wordt medebepaald aan de hand van de geschiedenis.
De agent brengt de geschiedenis in kaart door middel van de bovenstaande vergelijking en aan
de hand van die uitkomst verricht het de volgende meest wenselijke action. Het environment
geeft aan de hand van de genomen action een state uit. Op eerste indruk lijkt de beste manier
om alle informatie te coderen die de agent tot ¢ is tegenkomen, de geschiedenis te coderen.
Echter is de geschiedenis niet bruikbaar omdat deze in veel gevallen veel te groot is. In plaats
daarvan wenden we ons tot de state, die gezien kan worden als een samenvatting van alle
bruikbare informatie die de agent tot nog toe is tegengekomen en vervolgens wordt gebruikt
om te bepalen wat er gebeurt. Een state is derhalve de functie van de geschiedenis:

St = F(Ht)

2.2.1. Environment state
Binnen reinforcement learning kunnen er drie verschillende soorten state worden

onderscheiden: de environment state, de agent state en de information state. De environment

8 Sutton, Barto 2015, p. 2-3.
 Wiering, Van Otterlo 2012, p. 417; Sutton, Barto 2015, p. 38.
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state is de informatie die binnen in het environment wordt gebruikt om te bepalen wat er vanuit
het perspectief van het environment gaat gebeuren. Oftewel, welke data het environment gaat
gebruiken om de volgende state en reward signal te presenteren aan de agent. Deze informatie
is deels zichtbaar voor de agent.' De vergelijking die hier gemaakt kan worden is een
reinforcement learning helikopter die zich ergens op de wereld, het environment, bevindt. De
helikopter is zich bewust van de informatie van een klein deel van het environment, namelijk
datgene wat het kan observeren op de plek van de wereld waar het zich bevindt. Echter is het
zich niet bewust van de environment state aan de andere kant van de wereld. De reinforcement
learning algoritmes zijn niet in staat alle data van het environment te gebruiken, maar alleen de
observatiedata die de agent verkrijgt in het voor de agent zichtbare deel van de environment
state en de reward signals die uit de environment state worden ontvangen.

2.2.2. Agent state
De agent state is daarentegen in wezen een samenvatting van alles dat de agent tot ¢ heeft

meegemaakt. In het voorbeeld van de helikopter is het alles dat het geobserveerd heeft uit de
environment state tot z. Aan de hand van deze informatie wordt de volgende action genomen. '

2.2.3. Information state
De laatste state is de information state, deze state kan wel of niet Markov, ook wel de

Markov Property, zijn. De information state is Markov indien de agent state volledig is, oftewel
de agent state bevat alle benodigde informatie om te bepalen waar de agent zich op een volgend
moment zal bevinden.!? Indien wederom de vergelijking met de helikopter wordt getrokken is
de agent state van de helikopter Markovian, indien alle benodigde en bruikbare informatie van
de geschiedenis in de huidige agent state aanwezig is om de helikopter te laten vliegen en niet
te laten crashen. De informatie kan zijn snelheid, windrichting, de huidige locatie etc. Indien
deze informatie in de actuele agent state aanwezig is, is het niet verder van belang te weten
waar de helikopter zich op een eerder moment bevond en welke informatie op dat moment
aanwezig was om te bepalen waar het op het volgende moment zal bevinden. Oftewel, “de
toekomst gegeven het heden hangt niet af van het verleden”. De agent state is echter niet
Markov indien bepaalde informatie niet aanwezig is, bijvoorbeeld de snelheid van de
helikopter. In dat geval moet aan de hand van de snelheid in het verleden met inachtneming van
momentum worden bepaald waar de helikopter zich op een volgend moment zal bevinden. De
Markov Property is het onderliggende principe van de Markov Chain, waar een Markov
Decision process een vorm van is. Het MDP is de basis van reinforcement learning, in het
volgende hoofdstuk ga ik hier uitgebreider op in.'?

2.3. Agent, Value function, Q-function en policy
Binnen reinforcement learning is de agent verreweg de meest belangrijke schakel. Deze

bevat immers de intelligentie, door middel van een algoritme, voor het nemen van beslissingen
en de meest wenselijke action.

10 Wiering, Van Otterlo 2012, p. 417.
' Wiering, Van Otterlo 2012, p. 417.
12 Wiering, Van Otterlo 2012, p. 42.
13 Sewak 2019, p. 19.
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Zoals hierboven is beschreven gaat het er bij reinforcement learning om, om de agent in een
bepaalde state een action te laten nemen die de hoogste reward signal oplevert. Op het eerste
gezicht lijkt dit simpel, dit is echter niet het geval. Immers is er verschil tussen actions en hun
reward signal. Neem de situatie dat iemand overgewicht heeft en moet afvallen. De ene action,
bijvoorbeeld het eten van fastfood, zorgt voor een onmiddellijke reward signal. Echter op de
lange termijn staat dit het doel van afvallen in de weg. Dit in tegenstelling tot sporten. Op het
moment zelf kan dit tot gevolg hebben dat er geen of een negatieve reward signal wordt behaald,
maar op de lange termijn zorgt het sporten ervoor dat de agent, in dit geval een mens, door af
te vallen een grotere reward signal behaalt dan de kortstondige onmiddellijke reward signal van
het fastfood. Dit bovenstaande voorbeeld illustreert het verschil tussen onmiddellijke reward
signals en reward signals die verder in de toekomst liggen. Binnen reinforcement learning
betekent dit voor de agent die zich in S, bevindt, zich bewust moet zijn welke action goed is
om op de lange termijn een hoge beloning te krijgen. De agent dient derhalve verder te kijken
dan R,,¢. Dit wordt ook wel de value function genoemd.'

2.3.1. Value function

Ruwweg is de value function van een state de
voorspelling van de toekomstige beloningen die
een agent in de toekomst kan verwachten te
verzamelen, in dit geval beginnend bij S, ¢, voor elk
van de volgende states gebaseerd op de functie van
alle directe en (verdisconteerde) toekomstige
reward signals. Terwijl een onmiddellijke reward
signal de intrinsieke wenselijkheid van een state
bepaalt, geven value functions de wenselijkheid
van een state op lange termijn aan nadat rekening
is gehouden met de states die waarschijnlijk zullen
volgen en de reward signals die in die states Figuur2. Devalue function.

Bron: D. Silver, 'Lecture 1: Introduction to Reinforcement Learning',

beschikbaar zijn. Op basis van de value function vouube.com, 13 mei 2015

beslist de agent welke action het moet nemen om de kans te maximaliseren om in de gewenste
state te komen. In bepaalde gevallen dient een agent een onmiddellijke reward signal op te
offeren voor een hogere value function. De value function is derhalve behulpzaam voor het
optimaliseren van het gedrag van de agent. In figuur 2 wordt de werking van een value function
geillustreerd. Het aantal stappen dat genomen dient te worden om bij de goal te geraken is de
value function. Hoe dichter bij de goal hoe groter de value function. De agent kan aan de hand
van de value function een ideale policy bouwen. Een agent die zich in de state van value
function min vijftien bevindt, weet aan de hand van de value function van de twee te kiezen
volgende states dat indien het kiest voor een stap naar beneden de value function hoger wordt,
min zestien, en dat de agent derhalve een lagere totale reward signal gaat ontvangen. Indien het
kiest voor een stap naar boven bevindt de agent zich in een state met een lagere value function,

4 Wiering, Van Otterlo 2012, p. 15.
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min veertien. Voor de agent is het dus waardevoller om zich in de state een stap naar boven te
bevinden dat in de state van de stap naar beneden.'’

2.3.2. De Q-function
Het nadeel echter van de value function is dat het een enigszins omslachtige manier is om

te beslissen wat de volgende meest wenselijke action gaat zijn; de agent beslist de volgende
action immers op basis van de meest wenselijke state gebaseerd op de value function. Indien
de agent de action-value function gebruikt, ook wel de Q-function, (Q, ,) maakt de agent
beslissingen gebaseerd op de best mogelijke action, gekozen uit alle mogelijke actions in de
huidige state. O-learning algoritmes gebruiken de Q-function voor de ideale action keuze. De
Q-function is dan ook, in tegenstelling tot de value function, een functie van de state (s) en de
action (a). De value function en de Q-function is met name van belang in het MDP en de
zogenaamde Bellman vergelijking van het volgende hoofdstuk.'®

Door middel van de value function en de Q-function neemt de agent actions die gebaseerd
zijn op een te verwachten reward signal. Echter zijn de te verwachten reward signals bij een
groot deel van de reinforcement learning algoritmes niet terstond duidelijk. Om deze waardes
te optimaliseren dient een agent in de trainingsfase te experimenteren door bepaalde
willekeurige actions te nemen en maakt het uit die experimenten op welke actions in bepaalde
states de hoogste reward signal opleveren op de korte en lange termijn. Aan de hand van deze
ervaring is het in staat in latere episodes de opgedane ervaring te exploiteren door de value
function en Q-function te berekenen. Echter dient de agent ook in latere trainingsfases een
bepaalde mate van experimenteren aan te houden om tot nieuwe inzichten te komen. De agent
dient de keuze te maken of het in een bepaalde state besluit te exploiteren en daarmee door
middel van bekende informatie een zo hoog mogelijke reward signal te genereren of te
experimenteren om aan de hand daarvan meer te weten te komen over het environment. Dit
resulteert in het exploiteren versus experimenteren dilemma. Om dit dilemma op te lossen dient
er een algoritme gecre€erd te worden die bepaalt welk van de twee gekozen wordt en dus voor
een balans zorgt tussen exploiteren en experimenteren. Deze balans wordt ook wel aangeduid
met de Griekse letter Epsilon €.

2.3.3. De policy
De strategie die de agent gebruikt om de volgende ideale action te bepalen die op basis van

de huidige toestand moet worden ondernomen, wordt de policy (r) genoemd.'® De policy is een
functie van de state en bepaalt de beste action die in een bepaalde state kan worden ondernomen.
De policy kan onder andere gebaseerd zijn op een value function of een Q-function, in dat geval
is de policy deterministisch.!® Echter kan de policy ook stochastisch zijn.?’ Indien de best

15 Sewak 2019, p. 19; Sutton, Barto 2015, p. 5.

16 Sewak 2019, p. 16.

17 Sewak 2019, p. 16.

18 Sewak 2019, p. 2; Wiering, van Otterlo 2012, p. 13.

19 Een deterministisch proces is een opeenvolging van uitkomsten die een causaal verband hebben. In
tegenstelling tot bij stochastische processen speelt toeval geen rol. Als de beginvoorwaarden gelijk zijn, dan zal
de uitkomst ook altijd gelijk zijn.

20 Een stochastisch proces is een opeenvolging van toevallige uitkomsten. In tegenstelling tot een deterministisch
proces zijn de uitkomsten niet van tevoren bekend.
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mogelijke policy van de Q-function wordt genomen, dus de samenstelling van de beste actions
met de hoogste waarde, krijgt men de volgende formule:

m(s) = argmaxgq(s,a).
a

Dit betekent dat bij state s action a wordt genomen waarbij a de hoogst mogelijke waarde van
0O(s, a) aanneemt. Indien a de hoogst mogelijke waarde van Q(s, a) is, is m dus optimaal.

Het hebben van een policy komt overeen met wat in de psychologie een set van stimulus-
respons regels of associaties zou worden genoemd.?! De policy wordt veranderd aan de hand
van de ontvangen reward signal. In de trainingsfase wordt het behalen van het doel van de agent
meerdere keren herhaalt. Derhalve wanneer de waarde van R, laag is, kan in een volgende
herhaling de policy van de agent worden aangepast. Hierdoor zal de agent in die herhaling een
andere action ondernemen om daarmee een hogere reward signal te behalen.??

2.4. Tussenconclusie
In dit hoofdstuk ben ik in gegaan op de vraag wat reinforcement learning is en hoe het

werkt. Reinforcement learning is één van de drie subgroepen van machine learning. Machine
learning houdt in dat een computer zonder tussenkomst van de mens in staat is de parameters
van het eigen kunnen te vergroten door middel van het zelfstandig aanpassen van de dimensies.
In tegenstelling tot de twee andere subgroepen, supervised en unsupervised learning krijgt een
reinforcement learning agent na het verrichten van bepaalde actions, aan de hand van reward
signals, achteraf te horen of het de juiste actions heeft ondernomen om het doel te bereiken. Als
voornaamste begrippen kent reinforcement learning de state en de agent.

De state binnen reinforcement learning is een functie van de geschiedenis. De state kan zijn
de environment state, de agent state en de information state. De environment state is alle
informatie die in het environment aanwezig is. Deze informatie is in veel gevallen slechts deels
zichtbaar voor de agent. Alleen de informatie uit de environment state die de agent in staat is te
observeren is zichtbaar. De agent state is alles dat de agent door middel van observaties uit de
environment state tot t heeft geobserveerd. Indien alle bruikbare informatie die nodig is om de
volgende action te verrichten in de agent state aanwezig is, is de information state Markov.
Oftewel de toekomst gegeven het heden, hangt niet af van het verleden. Is echter niet alle
informatie in de agent state aanwezig, dan is de information state niet Markov.

Naast de state kent reinforcement learning een wellicht nog belangrijker begrip, de agent.
De agent kan gezien worden als het brein dat de beslissingen maakt om zo efficiént mogelijk
het doel te bereiken. De agent ontvangt positieve of negatieve reward signals per genomen
action. Echter kijkt de agent, voor het nemen van de beste action, verder dan directe reward
signals. Aan de hand van de value function berekent de agent welke states na S, op lange termijn
de hoogste reward signal oplevert. De agent kan daarentegen door middel van de Q-function de
meest wenselijke action kiezen uit alle actions die in een S; mogelijk zijn. Het verschil tussen

2! In het stimulus-responsmodel gaan men ervan uit dat een bepaalde stimulus leidt tot een bepaalde respons.
Bijvoorbeeld: de stimulus is een fel licht in het gezicht, de respons is het dichtknijpen van de ogen. Hetzelfde
model wordt vaak gebruikt voor blootstelling aan media: de stimulus is een advertentie die wordt gezien, de
respons is dat naar de winkel wordt gegaan om het geadverteerde product te kopen.

22 Sutton, Barto 2015, p. 5.
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de value function en de Q-function is dat de Q-function een functie is van de state en de action.
De value function is louter een functie van de state. Voordat de value function en de Q-function
berekend kunnen worden dient de agent eerst te ontdekken welke waardes de verschillende
states en actions hebben. Derhalve dient de agent reeds een bepaalde drang tot experimenteren
te hebben. De balans tussen experimenteren en de bekende informatie exploiteren is het
experimenteren, exploiteren dilemma. De tactiek die de agent gebruikt om te bepalen welke
stappen ondernomen worden en hoe deze stappen onderbouwd worden is de policy. Deze policy
verandert naarmate de agent meer efficiéntere manieren vindt om het doel te bereiken.
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3. Markov decision process en Q-learning
3.1. Markov decision process

Net zoals bij mensen, gaat het er bij reinforcement learning om, dat de agent op het juiste
moment de juiste beslissingen maakt. De agent dient door middel van een transitiemodel een
ideale policy te berekenen in een stochastisch environment, het doel is daarbij de hoogst
mogelijke som van de verdisconteerde reward signals te verkrijgen. Dit doet de agent aan de
hand van een MDP. Een MDP kan bijvoorbeeld aan de hand van de volgende functie worden
bepaald:

M= (S5AT,R,pP)

- Hierbij is S een gelimiteerde set van states waar de agent zich in kan bevinden. Oftewel
elke state die de agent zou kunnen bereiken door het nemen van de actions. Er wordt
ervanuit gegaan dat de state Markov is en dat dus alle benodigde informatie van het
environment in de state aanwezig is.

- A 1is een gelimiteerde set actions. Deze set bevat alle mogelijke actions die de agent kan
nemen in alle states, bijvoorbeeld een helikopter die naar links, recht, boven en onder
kan vliegen. Sommige actions kunnen echter niet worden uitgevoerd in sommige states.
Dit is bijvoorbeeld het geval als de helikopter op de grond staat en de action naar
beneden vliegen wil nemen.

- Tis een state transitiefunctie: T(s’|s, a). Dit betekent dat voor elke action die door de
agent wordt uitgevoerd, er een kansberekening wordt gemaakt om te eindigen in een
state s, gegeven het feit dat de agent start in state s en action a uitvoert. In sommige
gevallen zal deze kans nihil zijn aangezien sommige states niet kunnen worden bereikt
vanuit state s.

- R is een rewardfunctie: R(s'|s, a). Deze geeft de onmiddellijke reward signal die de
agent verdient door de overgang van state s naar state S.,;. Het is de reward signal die
het environment direct uitgeeft aan de agent.

- [ is een discount factor, deze wordt gebruikt om aan reward signals die eerder worden
ontvangen een hogere waarde te geven. Deze factor kan tussen de nul en de één zijn. Is
de factor nul, dan wordt aan reward signals die in de toekomst liggen iiberhaupt geen
waarde gegeven. s deze één dan hebben alle onmiddellijke en niet onmiddellijke reward
signals dezelfde waarde. De discount factor bepaalt dus in hoeverre reward signals die
in de toekomst liggen worden meegenomen in het bepalen van de volgende action.?

De functie T staat dus voor de overgang naar een nieuwe state door het uitvoeren van een
action in de vorige state. Deze overgang van de oude naar de nieuwe state is non-
deterministisch, dit betekent dat niet elke actions de gewenste uitkomst geeft. Het is niet altijd
duidelijk wat de totale waarde gaat zijn van het verrichten van de action. Derhalve wordt er
door middel van een MDP een gewogen gemiddelde genomen van alle mogelijke uitkomsten

23 Simari, Parsons 2011, p. 7-8; Ching e.a. 2013, p 55-56; Sewak 2019, p. 20-21.
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van die action (de te verwachten waarde), aan de hand daarvan wordt de volgende action
bepaald. De uitkomst van een MDP is dus niet een reeks actions, maar een policy waar:

T:S —A4

Deze policy functie specificeert de action die genomen dient te worden voor elke mogelijke
state. De policy is optimaal indien deze de best mogelijke reward signal voor het MDP wordt
gegeven, een optimale policy wordt als volgt weergegeven, 7.2

Concluderend geeft een MDP een wiskundig kader voor het modelleren van besluitvorming
van reinforcement learning agents waarbij de uitkomsten deels willekeurig zijn en deels onder
de controle van de agent valt.

3.2. Bellman vergelijking

3.2.1. Optimale policy en de greedy factor

Door middel van het wiskundig kader van het MDP kan een optimale policy m: worden
gemaakt aan de hand van een value function of een Q-function. Hierbij dient opgemerkt te
worden dat er meerdere optimale policies - kunnen bestaan. Deze optimale policies m: delen
ten alle tijden dezelfde value function en Q-function.?® De vraag is echter op welke manier deze
functions berekend kunnen worden. Het antwoord op deze vraag ligt in de zogenaamde Bellman

optimality equation:*®

Vi(s) = mil:( 2 T(s,a,s") (R(.s',a,.s") + yV* (.s"))
A=t ges
Deze vergelijking, vernoemd naar de wiskundige Richard E. Bellman, geeft een wiskundige
oplossing om een schatting te geven van de value function en de Q-function.?’” De Bellman
vergelijking zegt dat de waarde van een state in een 7. gelijk moet zijn aan het te verwachten
resultaat voor de beste action in die staat. De bovenstaande vergelijking geeft dus de optimale
value function (v:). Wanneer men v- heeft, is het relatief makkelijk om de - te bepalen. Voor
elke state s kunnen er meerdere actions zijn waarbij het maximum wordt behaald in de Bellman
vergelijking. Elke policy die alleen één van deze actions aanwijst als mogelijke volgende action
is een .. Een andere manier om dit te omschrijven is dat iedere policy die greedy is naar de v,
dus altijd actions baseert om in een state te geraken die een hoge value function heeft, een -
is. Greedy wordt gebruikt binnen computerwetenschap om een besluitvormingsprocedure te
omschrijven die zijn beslissingen baseert op onmiddellijke overwegingen, het houdt geen
rekening met de mogelijkheid dat de andere overweging wellicht op de lange termijn een beter
effect hebben. Het mooie van greedy zijn naar de v- is dat ook al baseert de agent zijn beslissing
alleen op de onmiddellijke value function, het daardoor ook de gevolgen op de lange termijn
mee neemt in het maken van de beslissing.

24 G Simari, Parsons 2011, p. 9.

25 Sutton, Barto 2015, p. 50.

26 Bellman, Bull. Amer. Math. Soc. 1954, p. 503-515.
27 Dixit 1990, p. 164.
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Voor een Bellman vergelijking die de optimale Q-function geeft (q+) is het maken van de
best mogelijke actions gemakkelijker. Door middel van q- weet de agent in state s welke action
a genomen dient te worden om Q, ,te optimaliseren. De agent kan immers aan de hand van de
state-action combinatie het optimale resultaat op de lange termijn berekenen. Het is voor g- dan
ook niet van belang om de waarde van de volgende state s’ te weten.?®

3.2.2. Model-free versus model-based
Het klinkt nu alsof de Bellman vergelijking dé oplossing is voor alle reinforcement learning

vraagstukken. Maar er zitten ook nadelen aan vast. Het vinden van de Bellman vergelijking is
een uitgebreide zoektocht, waarbij vooruit dient te worden gekeken naar alle mogelijkheden,
waarbij de kans dat ze zich voordoen en de wenselijkheid ervan in termen van verwachte
beloningen ook mee moeten worden gerekend. Om achter deze informatie te komen is erg veel
rekenkracht vereist of de benodigde informatie moet al ingebouwd zijn in het programma. Voor
het oplossen van de Bellman vergelijking moeten er drie aannames worden gedaan die niet vaak
bekend zijn: (i) de dynamiek van het environment is nauwkeurig bekend, (i1) er is genoeg
rekenkracht aanwezig om de oplossing te berekenen en (iii) de state heeft de Markov property.
Is dit alles aanwezig dan wordt gesproken van een model-based algoritme. Dynamic
programming is hier een voorbeeld van.?’ De algoritme is door middel van het model in staat
om ervaring na te bootsen. Indien een start state en action zijn gegeven, kan het model alle
mogelijke overgangen naar states geven, de kans dat die overgangen daadwerkelijk zullen
gebeuren en de reward signals die worden ontvangen in die states. Vervolgens kan aan de hand
van de Bellman vergelijking de optimale policy worden berekend.*°

Echter naarmate het environment ingewikkelder en uitgebreider wordt is het niet haalbaar
om alle mogelijke transities naar states te weten en op te slaan, hierdoor kan de Bellman
vergelijking niet volledig worden opgelost aangezien de transitiefunctie en de rewardfunctie
niet bekend zijn. Derhalve dient men meestal genoegen te nemen met oplossingen van de
Bellman vergelijking die niet volledig accuraat zijn. Daarom zijn veel reinforcement learning
methodes gericht op het ongeveer oplossen van de Bellman vergelijking en daarmee het MDP.
Dit worden ook wel model-free algoritmes genoemd. Deze trachten aan de hand van trial-and-
error zoveel mogelijk kennis te vergaren over de transitiefunctie en de rewardfunctie. Bij deze
algoritmes ligt de focus zodoende in grotere mate, met name in de beginfase van het
trainingsproces, op experimenteren dan op exploiteren.! Een voorbeeld hiervan is Q-learning.
Net zoals in het echte leven is het vinden van de optimale oplossing niet haalbaar en dient het
doel te zijn daar zo dicht mogelijk bij in de buurt te komen.

28 Sutton, Barto 2015, p. 107.

2 Bellman 1972; Dynamic programming is een methode om een complex probleem op te lossen door het op te
splitsen in een verzameling eenvoudigere subproblemen, elk van die subproblemen slechts één keer op te lossen
en die oplossingen op te slaan met behulp van een op geheugen gebaseerde datastructuur (array, kaart, enz.). Elk
van de subprobleem oplossingen wordt op een bepaalde manier geindexeerd, meestal op basis van de waarden
van de invoerparameters, om het opzoeken te vergemakkelijken.

30 Sewak 2019, p. 22.

31 Wiering, Van Otterlo 2012, p. 15.
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3.3. Q-learning

3.3.1. TD-learning en online approach
In mijn experiment zal ik de meest gebruikte vorm van reinforcement learning gebruiken,

namelijk Q-learning. Q-learning, het eerst genoemd door Watkins en Dayan in 1989, wordt
bijvoorbeeld door Google’s Deepmind gebruikt.’? Deze vergaarde internationale bekendheid
door tegen de wereldkampioen het uiterst ingewikkelde spel Go te winnen. Q-learning is model-
free en gebruikt het zogenaamde Temporal Difference Learning methode (TD-learning). TD-
learning gebruikt een online-approach en het is in staat om zonder model van het environment
direct van de eigen opgedane ervaring te leren. Dit houdt in dat tijdens een episode het geleerde
direct wordt geilipdatet. Dit in tegenstelling tot de offline-approach, hierbij moet gewacht
worden totdat de episode is be€indigd voordat de geleerde data ingezet kan worden door de
agent. Dit is vooral nuttig in het geval van episodes met een lange duur waarbij veel dezelfde
handelingen worden uitgevoerd door de agent. De latere handelingen kunnen immers leren van
de eerder verrichtte handelingen. Dit verkort het leerproces substantieel.??

3.3.2. De hoogste Q-function en deep Q-learning
Door middel van Q-learning worden de Q-function van de states berekend. De Q in Q-

learning staat voor quality. Quality betekent hoe nuttig een bepaalde action is om in de toekomst
te worden beloond. In de eerste versies van Q-learning worden alle afzonderlijke Q-functions
in opzoektabellen opgeslagen. Tijdens het spelen van het spel wordt de tabel iteratief getipdatet.
De policy m is vervolgens gebaseerd op de action met de hoogste Q-function voor die specifieke
state. Echter naarmate de state-state groter wordt is het niet meer te doen om een tabel te hebben
waar alle afzonderlijke Q-functions worden opgeslagen.** Derhalve dienen de verschillende
states veralgemeniseerd te worden. Zodoende kan het algoritme stellen, “de waarde van dit
soort states is X” in plaats van “de waardes van deze exacte specifieke state is X, Dit wordt
gedaan aan de hand van een neuraal netwerk, ook wel deep Q-learning. Een neuraal netwerk

wordt in plaats van een opzoektabel als de Qg ,

functie gebruikt. Net als een tabel zal het een state
en een action accepteren. Vervolgens wordt door
het neurale netwerk de Q-function voor iedere Ql;earnaing
action in die state geschat. Doordat de Q-function
wordt geschat is het niet nodig om alle
verschillende waardes op te slaan.>> Wat verder .
nog van belang is op te merken, is dat Q-learning i
een zogenaamde off-policy methode gebruikt. Dit Deep Q Learning
betekent dat in de berekening van de Q-function,
de policy die wordt gevolgd niet wordt
meegenomen. Dit maakt het algoritme een stuk simpeler. Echter heeft de policy wel effect op
de vraag welke state-action koppels worden gekozen, namelijk het koppel met de hoogste Q-
function.

Stato-Action | Value
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Figuur 3. Het verschil tussen Q-learning en Deep Q-
learning

32 Watkins, Dayan, Machine learning vol 8 1992, p. 2-3.

33 Du, Swamy 2019, p. 516; Sewak, 2019, p. 16; Hester 2013, p. 16.
34 Sutton, Barto 2015, p. 107.

35 Sewak 2019, p. 17.
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3.4. Tussenconclusie
In dit hoofdstuk is duidelijk geworden hoe een MDP eruitziet. Een MDP bevat een set states

en actions, een transitiefunctie die staat voor de kans om te eindigen in state s’, een reward
signal en een discount factor die een hogere waarde kan geven aan reward signals die minder
ver in de toekomst liggen. Het MDP geeft een wiskundig kader voor het berekenen van de
optimale policy. Vervolgens wordt door middel van dit wiskundig kader getracht de Bellman
vergelijking op te lossen om de optimale value function of Q-function te berekenen. Dit is van
belang aangezien wanneer de hoogste Q-function of value function is berekend de agent zijn
actions alleen maar hoeft te baseren op deze optimale functie om een optimale policy te behalen.
Dit wordt ook wel greedy zijn naar v of g.. De Bellman vergelijking kan alleen volledig worden
opgelost indien de dynamiek van het environment volledig bekend is, er genoeg rekenkracht
aanwezig is om de oplossing te berekenen en als de state de Markov property bezit. Dit is niet
mogelijk bij de meeste uitgebreide environments. Derhalve worden voor dat soort
gecompliceerde environments zogenaamde model-free algoritmes gebruikt die trachten de
Bellman vergelijking ongeveer op te lossen door aan de hand van trial-and-error zo veel
mogelijk kennis te vergaren over de transitiefunctie en de rewardfunctie en de geleerde kennis
in te zetten voor het oplossen van de vergelijking.

Eén van dat soort algoritmes is Q-learning. Q-learning gebruikt de Temporal Difference
Methode om voor elke state de Q-function te vinden. Deze Q-function wordt opgeslagen in een
tabel die later kan worden geraadpleegd door de agent wanneer het zich wederom in die state
bevindt. Echter is dit niet werkbaar binnen environments waar de state-space groot is. In plaats
daarvan wordt hiervoor deep Q-learning gebruikt dat niet een opzoektabel gebruikt maar een
neuraal netwerk. Met dit neurale netwerk wordt de Q-function geschat en is het niet nodig de
waardes op te slaan.

Ten slotte het antwoord op de tweede deelvraag. “Het MDP, de Bellman vergelijking en Q-
learning, hoe verhoudt het zich tot elkaar?”” Het MDP, de Bellman vergelijking en Q-learning
verhouden zich tot elkaar in de zin van dat het MDP het wiskundig kader levert waarmee de
Bellman vergelijking zou kunnen worden opgelost. Echter is het niet altijd mogelijk om de
Bellman vergelijking volledig op te lossen. Derhalve wordt getracht de Bellman vergelijking
zo volledig als mogelijk op te lossen. Een algoritme die hiervoor kan worden gebruikt is een
Q-learning algoritme.
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4. Een juridische agent
4.1. Artikel 5a lid 1 sub g Wegenverkeerswet

Zoals ik in de inleiding beschreef zal ik onderzoeken of het mogelijk is om een
reinforcement learning agent de wet te leren. Dit onderzoek zal ik doen aan de hand van een
experiment. De regel die de agent moet leren is artikel 5a lid 1 sub g Wegenverkeerswet, het
verbod op overschrijden van de maximumsnelheid. Tk heb voor dit artikel van de
Wegenverkeerswet gekozen en niet voor een regel binnen de fiscaliteit aangezien artikel 5a lid
1 sub g Wegenverkeerswet beter toe te passen is in een experiment. Aangezien ik deze scriptie
voor het afstuderen van de master Fiscaal Recht schrijf zal ik, indien mijn experiment slaagt en
de agent in staat is een wetsartikel te begrijpen, de connectie leggen met mogelijke toepassingen
van reinforcement learning binnen Fiscaal Recht. Hier zal mijn experiment als basis voor
dienen.3®

4.2. Het experiment

4.2.1. Artikel 5a lid sub g Wegenverkeerswet
Deze scriptie draait om de vraag in hoeverre het mogelijk is een reinforcement learning

agent de wet te laten begrijpen zonder deze regel exact te programmeren in de code van de
agent. Zoals hierboven genoemd zal ik als de te leren regel, artikel 5a lid 1 sub g
Wegenverkeerswet nemen. Deze regel bevat het verbod op het overschrijden van de
maximumsnelheid. De keuze voor dit artikel heeft een aantal redenen. Ten eerste is het een
relatief simpel artikel. Voor de vraag of er wel of niet aan het artikel wordt voldaan is er weinig
ruimte voor interpretatie. Indien buiten de bebouwde kom op een tachtig-weg de snelheid bjj
een flitspaal, min de correctie van zeven kilometer, wordt overschreden, ontvangt de overtreder
een boete.’” Eén kilometer te hard en er is sprake van het overtreden van het artikel. Binnen
reinforcement learning is dit gunstig voor het in kaart brengen welke gevolgen de genomen
actions hebben. Aan de hand van die gevolgen kunnen reward signals worden uitgegeven aan
de agent en zal deze in staat zijn te leren. Dit in vergelijking met bijvoorbeeld artikel 67d
Algemene Wet inzake Rijksbelastingen, het opzettelijk onjuist of onvolledig doen van aangifte
aanslagbelastingen. Voor het in werking treden van dit artikel dient aangetoond te worden dat
onjuiste of onvolledige aangifte is gedaan. Of wordt voldaan aan deze eis is niet terstond
duidelijk. Er dient veel informatie aanwezig te zijn om te bepalen in hoeverre de aanslag
daadwerkelijk onjuist of onvolledig was, deze informatie kan eveneens op verschillende wijze
geinterpreteerd worden. Voor de action “het doen van aangifte aanslagbelastingen” is het niet
direct duidelijk dat het gevolg daarvan is dat deze opzettelijk onjuist of onvolledig is gedaan of
dat de aangifte weldegelijk conform de wet is gedaan. Derhalve kan er niet ogenblikkelijk na
het nemen van die action een reward signal worden uitgegeven. Dit is onwenselijk binnen
reinforcement learning aangezien het MDP vereist dat er meteen na elke action een reward
signal wordt gegenereerd. Op het probleem van reward signals en de fiscaliteit zal ik in het
laatste hoofdstuk terugkomen, daar bespreek ik eveneens mogelijke oplossingen.

36 Zie ‘reinforcement learning agent that has learned the law’, github.com/driesdenouter voor de volledige code.
37 Art. 21 Regelement Verkeersregels en Verkeerstekens 1990.
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4.2.2. De oorspronkelijke code
Aan de basis van mijn experiment ligt een programma dat is geschreven door M. Harvey.*?

Het oorspronkelijke programma is geschreven met als doel een auto zo lang mogelijk in een
ommuurd environment te laten rijden zonder dat deze de muren en bewegende obstakels raakt.
Indien de agent wel een muur of obstakel raakt ontvangt het een extreem lage reward signal
van min vijthonderd. De agent rijdt op een vaste snelheid en door middel van sensoren is het
bewust van die muren en obstakels. De actions die de agent kan nemen zijn naar links en naar
rechts sturen en rechtdoor gaan. Door middel van een deep Q-learning model leert de agent om
de muren en obstakels te omzeilen. De code bestaat uit vier .py bestanden. In neural network.py
bevindt zich het neurale netwerk dat wordt gebruikt voor het leren, hier zal ik in mijn onderzoek
niet verder op in gaan. In create car.py wordt het environment, de agent, de actions en de
reward signals gecre€erd. Het bestand learning.py bevat het deep Q-learning model en via deze
code wordt het geleerde opgeslagen. Playing.py laat een getrainde agent rijden in het
environment. Deze bestanden gebruiken een aantal packages, Python3.7 en Keras worden
gebruikt voor het leren en de daarmee samenhangende neurale netwerken en Pygame en
Pymunk worden gebruikt voor het visualiseren van het environment en de agent.

Door middel van het experiment zal dus onderzocht worden of de agent in staat is te leren
zich aan de wet te houden, door niet harder dan de toegestane snelheid te rijden, maar daarbij
zo min mogelijk tijd te verliezen en dus zo hard als wettelijk toegestaan te rijden. Indien het
experiment slaagt belooft dit veel voor de toekomst van reinforcement learning binnen het
recht, de eerste stap is dan immers gezet.

4.3. State, actions en reward signal als code

4.3.1. De state als array
De waar te nemen state is een numpy array die bestaat uit vier waardes.** De eerste drie

waardes vertegenwoordigen ieder afzonderlijk de afstand tussen de agent en de muur of een
obstakel. Dit wordt gemeten door middel van een zogenaamde sonar arm. Indien één van de
waardes é¢én is, is de agent gecrasht en bij een waarde van veertig bevindt zich geen obstakel
of muur over de gehele lengte van de arm. De laatste waarde vertegenwoordigt de snelheid van
de agent. Het toevoegen van deze waarde heeft het gevolg dat de agent zich bewust is van de
snelheid dat het gaat en kan het zo nodig door middel van de actions deze snelheid aanpassen.

4.3.2. De te nemen actions
Zoals hierboven beschreven moet de agent na het observeren van de state de snelheid en de

rijrichting kunnen aanpassen. Dit kan het doen door middel van twee if/else-statements. Voor
het aanpassen van de snelheid is het gevolg van de eerste condition versnellen en van de tweede
afremmen.*® Hierbij is bewust gekozen om niet de action toe te voegen dat de snelheid gelijk
blijft, dit vergroot immers de action-space met drie. Deze vergroting zorgt voor een aanzienlijke
verlenging van het trainingsproces. Voor het aanpassen van de rijrichting zijn er drie mogelijke
conditions, deze bestaan uit naar links en naar rechts gaan en rechtdoor rijden. Aangezien de

38 M. Harvey, Using reinforcement learning in Python to teach a virtual car to avoid obstacles, medium.com
2016; Using reinforcement learning to train an autonomous vehicle to avoid obstacles, github.com.

39 Create_car.py. Regel 183.

40 Create_car.py. Regel 131-139.
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agent de rijrichting aanpast door middel van eveneens een if/else-statement, moeten de
verschillende te nemen actions ieder een combinatie zijn van sturen en het aanpassen van de
snelheid, voor deze combinatie heb ik een dictionary gecreéerd.*! De dictionary bevat per key
twee values, waarbij de values de waardes zijn waarmee de hierboven genoemde if/else-
statements worden geactiveerd. Derhalve zijn de mogelijke te nemen A, in iedere afzonderlijke
S, zes. In learning.py kiest de agent de key die staat voor de action dat het in die state wil
nemen.*?

4.3.3. De drie reward signals
Nadat de agent in state S, de action A, heeft genomen ontvangt het vanuit het environment

een reward signal. Voor het vaststellen van de beloning moeten er enkele situaties
onderscheiden worden.

Wanneer één van de metingen van de sonar armen de waarde één aan geeft. In dat geval is
de auto gecrasht. Dit resulteert in een reward signal van min duizend en het einde van een
episode. Dit is tevens de laagste beloning die de agent kan krijgen.** Daarnaast wordt er een
reward signal uitgegeven wanneer de snelheid ve van de agent hoger is dan dertig.** Deze wordt
bepaald aan de hand van de volgende formule:

R(U) = =50 —vel'3

Het gevolg van bovenstaande formule is dat hoe hoger de niet toegestane snelheid, hoe lager
de beloning. Aangezien de boetes op de openbare weg eveneens toenemen naarmate de
snelheid hoger wordt.*?

De laatste mogelijke situatie is die die in tegenstelling tot de vorige situaties een hoge
beloning oplevert. Dit is wanneer de drie sonar armen geen metingen van één aangeven en de
agent binnen de snelheidslimiet van dertig rijdt.*® Hiervoor wordt de som van metingen als m
ingevoegd. De formule ziet er als volgt uit:

Net zoals de tweede situatie wordt in deze formule de snelheid ve wederom tot de macht
verheven, waardoor hogere snelheden een hogere waarde hebben. Echter betekent dit in dit
geval dat het wordt aangemoedigd om zo snel als toegestaan te rijden. Voor deze metingen
wordt deze logica eveneens toegepast. Indien immers de metingen hoog zijn, is de agent ver
van de muur of obstakels af. Dit wordt vervolgens beloond door de som van de drie metingen
tot de macht te heffen.

41 Create_car.py. Regel 109-116.

42 Learning.py. Regel 58.

43 Create_car.py. Regel 186.

4 Create_car.py. Regel 191.

4 Artikel 21 Regelement Verkeersregels en Verkeerstekens 1990.
46 Create_car.py. Regel 196.
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Wat opvalt bij de laatste formule is de hoeveelheid decimalen die de twee machten bevatten.
Dit is het resultaat van het uittesten van een grote hoeveelheid verschillende waardes. De reward
signal moet immers exact aangeven wat het doel is van de agent. Echter heeft dit experiment
twee doelen: zo snel als toegestaan rijden en niet botsen. Dit heeft tot gevolg dat de reward
signal zo geformuleerd dient te worden dat het aan beiden doelen evenveel waarde hecht. Deze
balans luistert extreem nauw. Indien de zesde decimaal van snelheid ve wordt verhoogd en die
van meting m wordt verlaagd gaat de agent wel zo snel als toegestaan rijden, maar hecht het
niet genoeg waarde aan de metingen m en neemt het alleen de action naar links rijden. Hierdoor
blijft de agent naar links gaan totdat het tegen een obstakel aan komt. Wordt het omgekeerde
gedaan, dus snelheid ve verlagen en meting m verhogen, dan rijdt de agent wel goed en ontwijkt
het de obstakels, alleen gaat het op de allerlaagste snelheid rijden. Het kiest de allerlaagste
snelheid omdat het in dat geval zo ver mogelijk af zit van de lage reward signal van het
overtreden van de snelheidslimiet, oftewel situatie twee.

Nadat er ook nog een discountfactor van 0.9 is toegewezen, is nu het MDP volledig
geformuleerd.*’ Alle variabelen die nodig zijn voor het Q-learning proces zijn bekend. In het
volgende subonderdeel zal ik het deep Q-learning proces dat de agent gebruikt in het
experiment uitleggen.

4.4. Deep Q-learning in het experiment
In het learning.py bestand bevindt zich het deep Q-learning algoritme. Oftewel, de code die

door middel van een neuraal netwerk voor soortgelijke states de Q-function van iedere te nemen
action in die state schat. Aangezien Q-learning een model-free algoritme is, dient het door te
experimenteren de dynamiek van het environment te onderzoeken. Door het experimenteren
neemt het niet altijd een action die is gebaseerd op de hoogste Q-function, maar neemt het ook
een willekeurige action om daarbij nieuwe kennis over het environment te vergaren, zoals
welke reward signal bepaalde actions in states tot gevolg hebben. Aan de hand van deze kennis
kan het de Q-function gaan bepalen. In het begin van de training moet de € hoog zijn, oftewel
de nadruk moet op experimenteren liggen. Als er echter veel geéxperimenteerd is moet de agent
meer het geéxperimenteerde gaan exploiteren. De € moet naarmate het trainingsproces vordert
dus kleiner worden, totdat het op een gegeven moment nog maar tien procent een willekeurige
action neemt.*® Nadat dit is gebeurd kan het trainingsproces beginnen.

4.4.1. Definiéren, initi€le state en de te nemen actions
Ten eerste is het aantal totale trainframes en observeringframes gedefinieerd.*” De

observeringframes hebben als doel om de agent in de eerste duizend frames altijd een
willekeurige action te laten nemen en zodoende het environment te laten leren kennen.
Vervolgens wordt de initiéle state S, geimporteerd uit create car.py.’® Nadat een state is
waargenomen moet altijd direct een action worden genomen. Hier wordt een if/else statement
voor gebruikt.’! Voordat de action wordt genomen, genereert het programma een willekeurig

47 Learning.py. Regel 10.

48 Learning.py. Regel 91-92.

49 Create_car.py. Regel 18 en 20.
30 Create_car.py. Regel 38.

3! Create_car.py. Regel 50-55.
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cijfer. Indien dit cijfer lager is dan de € of het aantal trainframes op dat tijdstip is minder dan
het aantal observeringsframes, wordt een willekeurige action genomen. Als echter het
gegenereerde cijfer hoger is dan € of het aantal trainframes is hoger dan de observeringsframes,
worden op basis van de huidige state de Q-functions voor de zes te nemen actions voorspelt.
Deze voorspellingen laten zien dat de agent er vertrouwen in heeft dat het één van de zes actions
moet uitvoeren met de hoogste Q-function. In het begin zullen deze waardes echter waardeloos
zijn, maar hoe meer het traint hoe accurater die waardes zullen worden. Om de voorspelling te
genereren wordt in het neurale netwerk de state S; opgenomen, en geeft het netwerk als output
de Q-functions voor de zes mogelijke te nemen action.

4.4.2. Opslaan data en berekenen Q-function
Vervolgens wordt in een list genaamd replay, de metingen en de snelheid van de

aanvankelijke state S, opgeslagen, tezamen met de genomen action, de ontvangen reward signal
en de waardes van de nieuwe state S,.;.>> Aan de hand van deze list en het neurale netwerk
worden de Q-functions berekend die op een later moment door de agent worden gebruikt om
de optimale action te kiezen indien de agent zich in soortgelijke latere states bevindt. In die
berekening wordt de Q-function vermenigvuldigd met de discount factor, om de Q-function te
verdisconteren.’® Hierna wordt het proces voor de nieuwe S,,; herhaald totdat het vooraf
gedefinieerde totale aantal trainframes is bereikt, waarbij in iedere nieuwe S, de te schatten Q-
function nauwkeuriger zal zijn.>* Verder wordt iedere vijfentwintigduizend frames het model
waarin de data over de genomen actions in states en de daarbij ontvangen reward signals
opgeslagen in een .csv bestand.

4.5. Het resultaat
Na het voltooien van het trainingsproces zijn alle getrainde data opgeslagen in verschillende

.csv bestanden. Vervolgens worden deze data gebruikt in het playing.py bestand om de agent
met de getrainde data te laten rijden.> De beginsnelheid van de agent is vijftig en dus boven de
snelheidslimiet. Daarnaast heb ik in de code een print statement toegevoegd die tijdens het
runnen van playing.py iedere honderd frames wat data laat zien.’® Deze data bevatten de
volgende elementen: huidige afgelegde afstand zonder te crashen, gemiddelde snelheid,
maximale afstand zonder te crashen en de gemiddelde afgelegde afstand zonder te crashen. Uit
deze print statement kan afgelezen worden dat de gemiddelde snelheid van een getrainde agent
negentwintig is, dit laat dus zien dat de agent heeft geleerd de grens van de toegestane snelheid
op te zoeken. De agent verlaagd direct zelfstandig de beginsnelheid van vijftig naar dertig,
vervolgens rijdt het alleen nog op snelheid negentwintig en dertig. Daarmee is aangetoond dat
het mogelijk is een reinforcement learning agent artikel 5a lid 1 sub g Wegenverkeerswet te

52 Create_car.py. Regel 61.

>3 Voor een meer gedetailleerde uitleg van het deep Q-learning deel van de code, verwijs ik naar het online-
artikel ‘Q-learning with Neural Nets’, outlace.com.

>4 Create_car.py Regel 50-89.

35 Zie ‘reinforcement learning agent that has learned the law’, github.com/driesdenouter voor een animatie van
de agent die door het environment rijdt.

%6 Playing.py. Regel 57-60.
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leren en het dus eveneens te leren om de grens op te zoeken van wat toegestaan is. Door het
opzoeken van die grens verliest de agent niet onnodig veel tijd door te langzaam te rijden.

Naast het zich aan de snelheid houden, blijkt uit het rijden van de getrainde agent dat het in
staat is obstakels te ontwijken. Hierbij moet opgemerkt worden dat het niet oneindig foutloos
rijdt, dat deed de agent ook niet in de originele code van M. Harvey. Bij beiden codes is de
gemiddelde afstand die wordt afgelegd zonder te crashen ongeveer vijfhonderdveertig frames.>’
Het toevoegen van het nieuwe doel om de snelheid niet te overschrijden heeft dus geen
wezenlijk effect gehad op het ontwijken van de obstakels.

Concluderend ben ik van mening dat dit een grote stap is in het toepassen van reinforcement
learning en Al binnen het recht. De toekomst zal uitwijzen wat er nog meer mogelijk is, in ieder
geval is het gelukt om het door mensen gedomineerde recht voor een klein deel te delen met
computers. In het volgende hoofdstuk zal ik uitweiden hoe die toekomst er uit zou kunnen gaan
zien, waarbij ik de focus leg op Fiscaal Recht.

4.6. Tussenconclusie
In dit hoofdstuk heb ik onderzocht of het mogelijk is een reinforcement learning agent een

wetsartikel te leren, in dit geval artikel 5a lid 1 sub g Wegenverkeerswet. Het doel is om de
agent te leren zich aan de snelheid te houden maar ook zo hard te rijden als wettelijk toegestaan.
De reden dat de keuze is gevallen op dit artikel is dat het goed te implementeren is in een
eenvoudig environment en dat het overtreden van de snelheid een harde grens betreft. Deze
harde grens is nuttig voor het uitgeven van reward signals, er is immers weinig ruimte tot
interpretatie of de wet wordt overtreden. De code die ik gebruik voor het experiment is
gebaseerd op de code van M. Harvey. Deze code bestaat uit een aantal .py bestanden, die de
agent trainen en een getrainde agent laten rondrijden. Voor het beantwoorden van deze
deelvraag heb ik die code aangepast.

Aangezien het hier reinforcement learning betreft, dient het MDP geformuleerd te worden.
Om te beginnen een state, deze bestaat uit vier waardes. Door middel van deze waardes is de
agent zich bewust van obstakels en de snelheid dat het aanhoudt. Aan de hand van de afgelezen
waardes neemt de agent één van zes mogelijke actions. De zes te nemen actions zijn een
combinatie van naar links, rechts of rechtdoor gaan en versnellen of afremmen. Vervolgens
moet de reward signals gedefinieerd worden, dit is het deel waar de meeste tijd in is gaan zitten.
Voor het vaststellen van de reward signals dienen er drie situaties te worden onderscheiden.
Wanneer de auto tegen een obstakel botst, heeft dit een reward signal van min duizend tot
gevolg en het einde van de episode. Wanneer de agent harder gaat dan wat wettelijk toegestaan
is, geeft dit een reward signal die hoger wordt naarmate de agent steeds meer boven de
toegestane snelheid gaat rijden. En de laatste situatie is wanneer de agent de agent niet tegen de
obstakels aan rijdt en de snelheid binnen de toegestane limiet is. Hierbij wordt harder gaan
beloond.

Voor het trainen van de agent wordt een deep Q-learning algoritme gebruikt die door middel
van experimenteren en exploiteren de dynamiek van het environment leert. In het begin van de
training experimenteert de agent en komt door het experimenteren achter de gevolgen van

37 Dit is getest door in de originele playing.py code eveneens een print statement toe te voegen waaruit de
gemiddelde afstand tot een crash wordt berekend.
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genomen actions, echter naarmate het trainingsproces verder vordert gaat de agent het getrainde
voornamelijk exploiteren. Het exploiteren gebeurt door het neurale netwerk te gebruiken om de
Q-function te schatten voor iedere mogelijke action in state S;. De action met de hoogste Q-
function wordt vervolgens gekozen als de te nemen action.

Ten slotte is gebleken dat een getrainde agent in staat is om zich exact aan de hoogst
mogelijke toegestane snelheid te houden en niet te botsen. De afstand dat het kan rijden zonder
te botsen is gemiddeld even lang als de originele agent. Derhalve is aangetoond dat het mogelijk
is een reinforcement learning agent de wet te leren, namelijk artikel 5a lid 1 sub g
Wegenverkeerswet.
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5. De eerste stap is gezet, hoe verder?
5.1. Al en het recht, nog geen gelukkig huwelijk

Tot nog toe is de toepassing van Al binnen Fiscaal Recht schaars. Al-technieken zijn in het
algemeen, met uitzonderingen daargelaten, nog niet in staat gebleken de meer complexere taken
van juristen en fiscalisten over te nemen, slechts bij ondersteunende taken blijkt Al
commerciéle toegevoegde waarde te hebben.’® De grootste barriére van het toepassen van Al
binnen het recht, is dat taken die voor mensen makkelijk zijn zoals het lezen en begrijpen van
tekst, gezond verstand en het bedenken van verklaringen, voor Al het moeilijkst te begrijpen
zijn.>® Binnen het recht is juist het hebben van deze eigenschappen onmisbaar.

Wat ik echter in het vorige hoofdstuk heb aangetoond is dat een reinforcement learning
agent weldegelijk in staat is de wet te begrijpen. In dit hoofdstuk zal ik onderzoeken waar de
mogelijkheden binnen Fiscaal Recht liggen. Het experiment van het vorige hoofdstuk staat
immers ver af van de “echte wereld”. De agent bevindt zich in een afgebakend environment
van kleine omvang, de mogelijke te nemen actions zijn beperkt en de gevolgen van die actions
zijn direct duidelijk. Indien dit algoritme in een auto wordt gebouwd die daadwerkelijk in de
“echte wereld” rijdt, zijn het environment, de state space en de mogelijke state-action koppels
vele malen groter en zal het dus veel meer moeite kosten om die auto foutloos rond te laten
rijden op de weg. Ook dient de agent te anticiperen op andere menselijke weggebruikers die
onvoorspelbaar kunnen reageren. Dit is dan ook de reden dat reinforcement learning extreem
goed is bij het leren van spellen, dat is namelijk een afgebakend environment waar de regels
duidelijk zijn. Maar voor commerciéle toepassing wordt reinforcement learning in vergelijking
met supervised en unsupervised learning in veel mindere mate gebruikt.*

Dit is opvallend aangezien reinforcement learning op het eerste gezicht elk denkbaar
probleem zou moeten kunnen oplossen. Beredeneerd zou kunnen worden dat indien de episodes
zo vaak mogelijk worden geitereerd, ieder probleem opgelost zou kunnen worden door een
agent die aan de hand van trial-and-error en ontvangen reward signals een doel bereikt. Immers
zal de agent aan de hand van exploiteren en experimenteren elk mogelijk optie proberen en de
best mogelijke value of Q-function berekenen.®' Of dit nu is bij het vinden van een
kankermedicijn of bij het bepalen van de beste belastingstrategie voor een belastingplichtige,
de redenatie blijft dezelfde. Wat hier echter aan in de weg staat zijn de randvoorwaarden van
reinforcement learning.

5.1.1. Randvoorwaarden reinforcement learning
Ten eerste dient het probleem op een zodanige wijze vorm te worden gegeven dat het getest

kan worden in een gesimuleerd environment voordat het daadwerkelijk gebruikt wordt in de
echte wereld. Daarnaast moet het probleem geformuleerd kunnen worden als een MDP, dit
betekent dat er onder andere een state space, action space en een rewardfunctie gemodelleerd
moet zijn.%? In hoofdstuk één en twee is het duidelijk geworden dat voor het oplossen van
problemen door middel van reinforcement learning, wiskunde een belangrijke rol speelt. Het

38 Kuzniacki 2019, p. 4-6.

39 Mclohn, Harvard Journal of Law & Technology 1 1998, p. 249, 251-252.
0 Wiering, Van Otterlo 2012, p. XIL

61 Sewak 2019, p. 16.

%2 Simari, Parsons 2011, p. 7-8.
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MDP bestaat immers ook uit cijfermatige variabelen. Voor het ontwikkelen van een
reinforcement learning belastingadviseur dient het fiscale domein dan ook uitgedrukt te worden
in cijfers. Ten slotte zijn er verschillende soorten reinforcement learning algoritmes die gebruikt
kunnen worden, onder andere kan gekozen worden tussen een algoritme die focust op de value-
function of op de action-value function.®® Slechts indien voor het op te lossen probleem al deze
voorwaarden vervuld worden, is het mogelijk reinforcement learning te gebruiken. Daarom
dient voor mogelijke toepassingen binnen Fiscaal Recht de agent te leren aan de hand van
reacties, ontvangen reward signals, op door de agent verrichtte actions die een fiscaal effect
hebben en het fiscale probleem moet binnen het MDP passen.

Ik zal dit toelichten aan de hand van het volgende voorbeeld: een virtuele belastingadviseur
die door middel van reinforcement learning de wet heeft geleerd en aan de hand van het geleerde
een belastingstrategie opstelt voor een belastingplichtige. De wijze waarop de agent de wet leert
zal hetzelfde zijn als in het experiment. Oftewel, het leert niet aan de hand van het begrijpen
van de letter van de belastingwet, bijvoorbeeld door middel van natural language processing,
maar alleen wat de gevolgen zijn van bepaalde handelingen. In mijn experiment is dat de agent
te hard rijdt en daardoor een boete krijgt.%*

5.2. Fiscaal Recht en het MDP
De eerste stap die gezet moet worden door de virtuele belastingadviseur is het leren van de

wet. De agent heeft tijdens de leerfase de rechtsvorm van een vennootschap, derhalve is onder
andere de Wet op de Vennootschap 1969 op de agent van toepassing. De keuze voor de
rechtsvorm vennootschap is dat dit naar mijn mening commercieel de meest voor de hand
liggende rechtsvorm is. Immers is de Wet op de Vennootschapsbelasting een van de meer
gecompliceerde fiscale wetten, en is daarom het kiezen van de optimale fiscale handeling bij
deze wet het meest uitdagend. Hier ligt dan ook de kracht van reinforcement learning, het
vinden van actions die mensen niet zelf zouden bedenken.

5.2.1. De fiscale state
De environment state bestaat uit alle mogelijke fiscale states waar de agent zich in kan

bevinden. Het environment geeft eveneens de reward signals uit.®> Aangezien het leert door
middel van reinforcement learning moet er om te beginnen een MDP geformuleerd worden.
Door middel van het MDP wordt de besluitvorming van de virtuele belastingadviseur
gemodelleerd waarbij het doel is het bepalen van de optimale fiscale policy waarmee een zo
hoog mogelijke reward signal wordt behaald. Zoals in hoofdstuk drie beschreven kan een MDP
bestaan uit de volgende functie:

M= (S5AT,R,pP)

63 Sewak 2019, p. 16.

% NLP is een subveld van taalkunde, informatica, informatica en kunstmatige intelligentie dat zich bezighoudt
met de interacties tussen computers en menselijke talen, in het bijzonder hoe computers te programmeren voor
het verwerken en analyseren van grote hoeveelheden taalgegevens.

%5 Wiering, Van Otterlo 2012, p. 417.
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De fiscale set states zijn de belastingposities waar de agent zich in kan bevinden op tijdstip
(¢) in het environment. Als beginstate moet de informatie aanwezig zijn die van belang is om
de oorspronkelijke fiscale positie van de agent te bepalen, in het geval dat al de benodigde
informatie aanwezig is die information state Markov.®® De informatie kan zijn het eigen en
vreemd vermogen van de vennootschap, het land van vestiging, eventuele
dochtervennootschappen, aandeelhouders, specificatie van de werkzaamheden en eventuele
vorderingen op derden. De state is een list, of zoals in het experiment een array, waarbij iedere
waarde in die list één van de hiervoor genoemde informatie vertegenwoordigt. De array in het
experiment bestaat uit vier waardes waarvan de eerste drie de readings van elk afzonderlijke
arm en de laatste de snelheid vertegenwoordigt. In de fiscale situatie zou dit betekenen dat de
eerste waarde het vermogen weergeeft, de tweede waarde de plaats van vestiging waar aan ieder
land een verschillend nummer wordt toegekend, de derde waarde het aantal
dochtervennootschappen en zo verder. De te nemen actions wijzigen vervolgens de
belastingpositie, en daarmee de waardes van bovenstaande list, van S, naar S.; en het
environment geeft aan de hand van de actions een reward signal R uit. Om een episode echter
niet oneindig door te laten gaan, dient er een terminale state te worden aangewezen. In het
experiment was dit het tegen een wand aan rijden. In dit geval zou het kunnen zijn als het een
action neemt die wettelijk verboden is. Wordt deze state behaald dan begint de episode
opnieuw. Het leerproces is ten einde wanneer het uiteindelijke te betalen belastingbedrag op
een vooraf bepaald percentage zit onder het oorspronkelijke bedrag.

5.2.2. De fiscale actions
De actions zijn een gelimiteerde set handelingen die een vennootschap kan verrichten. In

tegenstelling tot het experiment, waar er negen actions mogelijk waren, is de action space voor
een belastingplichtige vele malen groter. Het kan immers een uitgebreid scala aan handelingen
verrichten die de belastingpositie veranderen. Dit heeft als gevolg dat het vinden van de
optimale action in S; gecompliceerder wordt. Immers hoe groter de action space, des te langer
het kost voor de agent om de Q-function te berekenen. Derhalve moeten, met name in de eerste
versies van de code, de mogelijke te verrichtten actions gelimiteerd worden tot een werkbare
hoeveelheid. Dit kan zijn het doen van een dividenduitkering, aanpassen van de voorwaarden
van een lening, het verstrekken of afsluiten van een zakelijke of onzakelijke lening, aan- en
verkopen van dochtermaatschappijen en het in aftrek brengen van kosten. Aan het doen van de
actions of een combinatie de actions dient een uniek nummer te worden toegewezen, zoals dit
ook in de dictionary van actions in de code is gedaan.®’ Daarbij dient opgemerkt te worden dat
niet in iedere state alle actions mogelijk zijn. Indien immers in S; niet de informatie aanwezig
is waaruit blijkt dat er winstreserve zijn, zal het in de regel niet mogelijk zijn om de action
dividenduitkering te doen. De transitiefunctie 7" is ook hier de kans dat de agent in state s’
eindigt indien action a, wordt genomen.

% Wiering, Van Otterlo 2012, p. 42.
87 Create_car.py. Regel 82 tot en met 92.
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5.2.3. Fiscale reward signal en discount factor
Als laatste dient de reward signal en de discount factor gedefinieerd worden. De

discountfactor moet een getal zijn tussen de 1 en 0 waarmee wordt aangeduid welke waarde
reward signals hebben die verder in de toekomst liggen in vergelijking met directe reward
signals.’® Naar mijn mening zal het definiéren van reward signals het meest uitdagende
onderdeel worden van het programma. In het experiment was het genereren van reward signals
eenvoudig: indien de snelheid hoger was dan dertig werd er immers direct een negatieve reward
signal ontvangen. Dit is een harde grens die tot gevolg heeft dat er onmiddellijk een reward
signal uitgegeven kan worden. De kracht van reinforcement learning is immers dat de agent
door middel van reward signals te weten komt of bepaalde actions wenselijk zijn en dat de agent
daarmee te weten komt welk doel bereikt moet worden.%® Het is dus van cruciaal belang dat de
beloningen die zijn ingesteld daadwerkelijk aangeven wat de agent moet bereiken.”® Dit is bij
reinforcement learning reeds tijdens de trainingsepisode (online-approach) of direct na de
trainingsepisode (offline-approach).”! Binnen fiscaal zou dit dus betekenen dat direct na de
fiscale action van een agent het fiscale gevolg duidelijk moet zijn (online-approach) of direct
na de trainingsepisode moeten de fiscale gevolgen van alle verrichtte actions duidelijk zijn. Bij
simpele fiscale vraagstukken is dit nog wel enigszins te overzien, bijvoorbeeld welk btw-tarief
moet toegepast worden. Echter kan bij het uitkeren van dividend of het verstrekken van een
lening niet direct overzien worden of de uitkering een negatieve of positieve invloed heeft op
de belastingpositie en welke waarde dan precies aan die invloed moet worden toegekend.

Een eenvoudige btw-toepassing zou een agent zijn die zich in een environment begeeft waar
transacties worden verricht. Het koopt goederen en diensten. Aan deze transacties zijn btw-
gevolgen verbonden. Het dient deze gevolgen zelf te leren, er is niemand die het van tevoren
verteld wat deze gevolgen zijn. De agent weet het aankoopbedrag en het weet dat er een bepaald
bedrag extra moet worden betaald, hoeveel dat is weet het echter niet. Het krijgt alleen een
negatieve reward signal als het te weinig btw betaald, dus niet indien er te veel wordt betaald,
maar het wil zo min mogelijk betalen. Te zacht rijden geeft immers in mijn experiment geen
negatieve signal maar de code is op zodanige wijze geschreven dat de agent steeds harder wil
rijden. De agent zou dus precies genoeg moeten betalen om geen boete te krijgen wegens het
niet of te weinig betalen van btw, maar er het wil ook niet onnodig veel betalen. Zodoende leert
het uit zichzelf welk tarief toegepast dient te worden. Wat hier echter het nadeel van is, is de
vraag wat de toegevoegde waarde van het gebruiken van reinforcement learning is. En net als
bij reinforcement learning indien dat wordt gebruikt voor het leren van spellen, is de
commerciéle toegevoegde waarde gering. Immers is het leren van het btw-tarief door middel
van reward signals omslachtiger dan wanneer, zoals bij supervised learning, het leert aan de
hand van gelabelde trainingsdata waar het juiste tarief is gegeven, en waardoor het na veel
trainen eveneens op ongelabelde data het juiste tarief weet toe te passen. Tevens zijn er ERP-
systemen die met ingebouwde applicaties het btw-proces automatiseren en waarbij geen
implementatie vereist is van ingewikkelde machine learning algoritmes.”> Naar mijn mening is

% Ching e.a. 2013, p. 55 en 56.

% Sutton, Barto 2015, p. 386.

70 Sutton, Barto 2015, p. 43.

! Schwab, Ray, 2017, p. 1570.

72 Voorbeelden hiervan zijn de Thomson Reuters ONESOURCE Indirect Tax, Vertex en Taxware.
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reinforcement learning dus louter fiscaal commercieel interessant indien het gebruikt wordt
voor complexe problemen die niet geautomatiseerd kunnen worden door simpelere
technologieén zoals Robotic Process Automation of data-analyse tools.”> Aangezien de kracht
van reinforcement learning is dat het in staat is vraagstukken op te lossen zonder dat de
antwoorden vooraf geprogrammeerd zijn in de code van het programma, moeten de op te lossen
vraagstukken niet gemakkelijk te programmeren zijn. Dit is bijvoorbeeld het geval bij de meer
complexe vennootschapsbelasting.

5.3. Zweedsegrootmoederarrest
Dientengevolge moet voor het toepassen van reinforcement learning binnen complexe

fiscale vraagstukken er een oplossing gevonden worden voor het geschetste reward signal-
probleem. De oplossing zou kunnen zijn het analyseren van de jurisprudentie waarmee de
fiscale gevolgen van actions in kaart kunnen worden gebracht en de geanalyseerde gegevens
vervolgens als reward signals worden omgezet, zodat die gebruikt kunnen worden binnen het
MDP. Aan de hand van die jurisprudentie wordt de agent getraind, die vervolgens actions gaat
nemen die in de jurisprudentie eveneens zijn genomen en middels de in de jurisprudentie
beschreven gevolgen van die actions worden de reward signals bepaald. Dit kan onder andere
worden geillustreerd aan de hand van het Zweedsegrootmoederarrest.’

5.3.1. Het arrest
In het arrest vormt belanghebbende een fiscale eenheid met haar dochtermaatschappij. De

Zweedse moedermaatschappij van belanghebbende verstrekt een lening aan haar
kleindochtermaatschappij maar bedingt daarbij geen rente uit concernbelang. De Hoge Raad
bepaalde dat indien de lening was verstrekt tussen derden er weldegelijk rente zou zijn
bedongen en dat derhalve de niet bedongen rente tussen de Zweedse grootmoeder en de
kleindochter verzakelijkt dient te worden. De rente was aftrekbaar in Nederland en belast in
Zweden, gevolgd door een informele kapitaalstorting. Voor de hiervoor genoemde analyse zou
dit betekenen dat de agent een vennootschap is, in dit geval de in de fiscale eenheid gevoegde
dochter c.q. belanghebbende. Aangezien de kleindochter gevoegd is in de fiscale eenheid
worden de dochter en kleindochter op grond van artikel 15 lid 1 Wet Vennootschapsbelasting
1969 als één belastingplichtige aangemerkt en zijn actions die dochter doet hetzelfde als de
actions die de kleindochter doet. De hier van toepassing zijnde action is het als debiteur
afsluiten van een lening onder onzakelijke voorwaarden waarvan de rente te verzakelijken is.
Voor belanghebbende heeft dit als gevolg dat de niet bedongen rente gecorrigeerd moet worden
wat resulteert in een aftrekpost ter waarde van de zakelijke rente gevolgd door een informele
kapitaalstorting. De informele kapitaalstorting verhoogt de boekwaarde van grootmoeder in
dochter maar heeft geen gevolgen voor de dochter, oftewel de agent. Echter heeft het kunnen
aftrekken van de rente in de regel een positief gevolg op de belastingpositie, van de agent. Dit
kan gezien worden als een positieve reward signal waar vervolgens een numerieke waarde aan
moet worden toegekend die representatief is voor het belastingvoordeel. Dat dit echter ook tot
gevolg heeft dat voor de grootmoeder een bijtelling plaats vindt en dat de grootmoeder de

73 Robotic Process Automation), afgekort tot RPA, is een techniek die gebruikt wordt voor het automatiseren van
bedrijfsprocessen, met behulp van zogenaamde 'software-robots'.
" HR 31 mei 1978, ECLI:NL:HR:1978:AX2866.
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deelneming in de dochter dient te verhogen is niet van belang voor de fiscale positie van de
agent. Dit wordt, aangezien het programma louter leert wat fiscaal gezien het meest gunstig is
voor de agent zelf, niet meegenomen in het bepalen van de wenselijkheid van actions. Indien
dit wel meegenomen zou worden zou dit het bepalen van de reward signal nog lastiger maken
dan dat het al is.

5.3.2. De analyse
Samenvattend bevat deze analyse de volgende elementen, een agent in de vorm van een

dochtervennootschap, het aangaan van een lening met een te verzakelijken onzakelijke rente
als action en het kunnen nemen van de aftrek als positieve reward signal. Vervolgens kunnen
deze elementen worden gebruikt in de leerfase. Als de agent immers in state S,, waarin in die
state de situatie gelijk is als in het Zweedsegrootmoederarrest, de bovengenoemde action
verricht kan het environment direct de reward signal uitgegeven die in de analyse is bepaald.
In S, zal vervolgens de informatie aanwezig moeten zijn dat de agent een onzakelijke lening
verschuldigd is aan de aandeelhouder. De agent heeft derhalve geleerd dat het aangaan van een
lening onder onzakelijke voorwaarden een positieve reward signal te weeg brengt. Echter indien
de agent op een ander moment in de leerfase eveneens deze action probeert te verrichten en de
state informatie bevat die niet gelijk is aan het Zweedsegrootmoederarrest en waardoor het
nemen van de action een negatief gevolg heeft, waarbij dit negatieve gevolg is bepaald aan de
hand van een soortgelijke analyse, dient er een negatieve reward signal uitgegeven te worden.
De beschreven analyse dient voor veel verschillende fiscale situaties worden uitgewerkt om het
definiéren van reward signals in een fiscaal environment mogelijk te maken. Deze fiscale
situaties beperken zich overigens niet louter tot jurisprudentie. Eveneens casussen die niet in
de jurisprudentie beschreven zijn maar waarvan het nodig is om deze op eenzelfde wijze te
analyseren moeten meegenomen worden om de reward signal te bepalen.

5.4. Haken en ogen

Het moge echter duidelijk zijn dat aan bovenstaand idee veel haken en ogen zitten. Ten
eerste is de state space erg groot. In het experiment bestaat de state space uit vier verschillende
waardes die bepalen waar de agent zich bevindt en hoe snelt het gaat. Om de fiscale state van
een belastingsubject te bepalen zijn er extreem veel variabelen die invloed kunnen hebben op
die state. Aangezien door middel van Q-learning de agent actions neemt aan de hand van de
action die in state S, de hoogste verwachtte totale reward signal oplevert, moet de agent in
verschillende episodes die state hebben meegemaakt en de verschillende te nemen actions
hebben geprobeerd. Deze data wordt vervolgens opgeslagen in een Q-tabel.” Dit betekent dat
hoe groter de state space wordt, des te langer het trainingsproces duurt en de hoeveelheid data
die moet worden opgeslagen eveneens vele malen groter wordt.”® Dit probleem kan grotendeels
opgelost worden door middel van deep Q-learning, echter dient het neurale netwerk alsnog zeer
groot te zijn om een state space van deze omvang aan te kunnen en om de trainingsduur
werkbaar te houden.”” Het zal dus nodig zijn om de state space zo klein mogelijk te houden.

7> Watkins, Dayan, Machine learning vol 8 1992, p. 57.
76 Wiering, Van Otterlo 2012, p. 625 & 630.
7 Yu, He 2019, p. 16.
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Echter zal een kleine state space minder representatief zijn voor het daadwerkelijke fiscale
domein waar een belastingplichtige zich in bevindt en zal derhalve de stap van het virtuele
environment naar de “echte” wereld groter zijn. Indien deze stap groot is, bestaat de kans dat
het geleerde niet één op één toegepast kan worden buiten het virtuele environment en is de
virtuele belastingadviseur niet in staat correct advies te geven.

Daarnaast blijft het toekennen van reward signals die exact de wenselijkheid van genomen
actions weerspiegelen ingewikkeld.”® Ook al is door middel van de bovenstaande analyse de
wenselijkheid enigszins in kaart gebracht, dan nog zal het toekennen van de waardes problemen
opleveren. Het aangaan van een lening met een looptijd van dertig jaar kan immers wenselijk
zijn in het jaar van aangaan, echter in jaar twaalf kan de wetgeving dusdanig zijn veranderd
waardoor de rente niet meer afgetrokken kan worden. Eveneens kan het zijn dat er in latere
jaren geen winst meer wordt gemaakt en dat er dus geen winst is om de rente van af te trekken.
Deze en nog veel meer onzekerheden in latere jaren zouden meegenomen moeten worden in
het toekennen van de reward signal. Een model-free algoritme die de Bellman vergelijking
gedeeltelijk oplost, waar het niet vereist is dat alle reward signals en de transitiefuncties bij het
nemen van de action direct bekend zijn, zou dit probleem gedeeltelijk oplossen.” Echter dient
op het moment dat een verlaat gevolg op een eerdere action plaatsvindt, er nog steeds een
reward signal worden uitgeven die correct weerspiegelt in hoeverre dat gevolg gunstig is of
niet.

Ten slotte gaat het analyseren van jurisprudentie veel tijd kosten en zal de agent louter
reward signals ontvangen indien het actions neemt in states waarbij de actions en de state
hetzelfde zijn als de situatie geschetst in de jurisprudentie. Is dit niet het geval dan zal het
environment niet in staat zijn reward signals uit te geven omdat er zich een onbekende situatie
voordoet. Dit doet af aan een van de krachten van reinforcement learning, namelijk problemen
oplossen door middel van het nemen van onverwachte actions en daardoor een optimale policy
creéren die als bovenmenselijk kan worden gezien.®°

Concluderend zal het ontwerpen van reward signals die tot gevolg hebben dat de agent het
te betalen belastingbedrag zo laag mogelijk houdt en zich aan de wet houdt een zware opgaaf
worden. Dit zal gepaard gaan met het uittesten van veel verschillende waardes en het analyseren
van een groot aantal arresten.

5.5. Een alternatieve oplossing voor het reward signal-probleem
Wat bovenstaande analyse in wezen doet is wanneer men geen idee heeft wat de reward

signal zou moeten zijn, de reward signal wordt geéxtraheerd van een expert die al getraind is in
de taak en wiens gedrag kan worden waargenomen. De expert is in de analyse van de
jurisprudentie, de belanghebbende. Zoals in het vorige onderdeel beschreven is een groot nadeel
van de analyse dat er een enorme hoeveelheid actions in specifieke states moeten worden
gedefinieerd waar vervolgens een door onderzoekers bedachte reward signal waarde aan wordt
toegekend. Die grote hoeveelheid data dient vervolgens in het environment te worden
geprogrammeerd. Echter zou het vinden van de reward signal naar mijn mening wellicht op een

78 Sutton, Barto 2015, p. 386.

7 Schwab, Ray 2017, p. 1570.

80 Sutton, Barto 2015, p. 391; Een voorbeeld hiervan is Google Deepmind’s reinforcement learning algoritme dat
de wereldkampioen Go heeft verslagen.
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andere manier kunnen, namelijk door een algoritme dat aan de hand van een optimale policy
die is geleerd van een expert, de reward signal vindt. Oftewel, een MDP zonder de
rewardfunctie, MDP/R. De algoritmes die dit proberen te bewerkstelligen staan bekend onder
de naam inverse reinforcement learning.8! Deze algoritmes zijn ontwikkeld om het probleem
van het ontwerpen van reward signals op te lossen. Het idee is om te profiteren van de policy
van de expert, maar laat de mogelijkheid open om uiteindelijk nog beter te presteren. Leren van
het gedrag van een expert kan worden gedaan door een reward signal te vinden met behulp van
IRL en vervolgens een reinforcement learning algoritme, met de door middel van IRL gevonden
reward signal, te gebruiken om de agent de optimale policy te laten vinden.®? Kortgezegd is
IRL het leren van de doelstellingen of beloningen van een agent door het observeren van zijn
gedrag.®?

5.5.1. De expert trajectorie
Het doel van IRL met behulp van MDP/R is in tegenstelling tot een MDP niet het vinden

van 1., maar het berekenen van R(s,a) dat processen van experts optimaliseert. Het MDP/R
bestaat eveneens uit een set states, een gelimiteerde set actions, een discount factor en voor de
meeste IRL-technieken een transitiefunctie.®* Echter is het in de fiscale praktijk mogelijk dat,
net zoals bij model-based algoritmes, de transitiefunctie onbekend is. Dit is eveneens het geval
bij het experiment, aangezien de Q-learning techniek een model-free algoritme gebruikt.
Aangenomen kan worden dat binnen het environment waar de virtuele belastingadviseur zich
in bevindt de state space te groot is en de transitiefunctie derhalve niet in het model aanwezig
zal zijn. Wat echter wel aanwezig is, is het waargenomen gedrag van de expert. A. Boularias
heeft aangetoond dat het eveneens mogelijk is een model-free IRL-algoritme te ontwikkelen
die het waargenomen gedrag formuleert als de expert trajectorie functie en daarmee het
wegvallen van de transitiefunctie opvult.®> De expert trajectorie functie ziet er als volgt uit:

{(S1,A41,53, A5 ..., SE,AD), (SE,A%,82, 45 ... ,SE,AD), ... }

De functie bestaat uit meerdere reeksen van states en actions. Dit kan geillustreerd worden
aan de hand van een mens, de expert, die van punt A naar punt B loopt. De verschillende reeksen
bevatten ieder een beginpositie en alle posities daartussen om uiteindelijk de eindpositie te
bereiken. De uiteindelijke combinatie van reeksen maakt het volledige traject dat de mens
aflegt. Het is niet bekend waarom de expert deze specifieke state action koppels kiest om het
uiteindelijke doel te bereiken, maar aangenomen wordt dat er een onderliggende reward signal
bestaat die de expert aan het maximaliseren is. Dit betekent echter niet dat de expert trajectorie
ook daadwerkelijk de optimale policy 7 is.8¢ Immers is het doel van IRL is om aan de hand
van de expert de reward signals te vinden en deze vervolgens in een MDP te gebruiken om de
7. te berekenen en daarmee wellicht het gedrag van de expert te verbeteren. Als derhalve de

81 Sutton, Barto 2015, p. 386; Abbeel, Coates, Y. Ng, LJRR 2010, p. 29.

82 Ng, Russel 2004, p. 1-6.

8 Dimitrakakis, Recent Advances in Reinforcement Learning 2011, p. 273-284.
84 Rothkopf, Ballard, Biological Cybernetics 2013, p. 477-490

85 Muelling, Boularias 2014 p. 2; Boularias 2011, p. 188.

8 Muelling, Boularias 2014 p. 604.
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expert trajectorie functie de 7. is, is er geen ruimte voor verbetering. De expert trajectorie
functie zou bij het analyseren van de jurisprudentie louter de genomen fiscale actions, zoals het
aangaan van een onzakelijke lening en de daarbij horende states zijn, bijvoorbeeld het
vermogen van belanghebbende en de plaats van vestiging.

5.5.2. Het IRL-algoritme
Om vervolgens een rewardfunctie te vinden die aansluit bij de expert trajectorie moet

worden aangenomen dat de reward signal R athankelijk is van een aantal kenmerken en het
bekend is welke kenmerken dit zijn, deze worden aangeduid met ¢p. Verder dient R een lineaire
combinatie te zijn.}” Dit houdt in dat bij zelfstandig autorijden de rewardfunctie is opgebouwd
uit kenmerken zoals het aantal keer dat er een bocht wordt gemaakt of het aantal
rijstrookveranderingen. Wat echter niet bekend is hoe de expert prioriteit geeft aan deze
kenmerken. Maar het is wel duidelijk dat die van belang zijn voor het bepalen van de reward
signal. Zodoende kunnen deze kenmerken afgebakend worden. Bij het afsluiten van een lening
zou dit kunnen zijn dat een lening onzakelijk is en dat er daardoor rente kan worden
afgetrokken, de onzakelijkheid is uiteindelijk van belang voor de reward signal en zal daarom
een kenmerk zijn van de uiteindelijke reward signal. Daarna wordt in een model-free IRL-
algoritme weights w aan die kenmerken toegekend.®® De rewardfunctie ziet er als volgt uit:

R(S' a) = E/i W,i(l),i(S, a)

De volgende stap is het updaten van R door de weights w te veranderen. Aan de hand van
R wordt vervolgens door middel van de normale reinforcement learning techniek een policy m
gevonden. Echter is het van belang dat de policy niet beter presteert dan de expert trajectorie,
is dit wel het geval dan komt de policy m niet overeen met de expert trajectorie en kunnen de
reward signals die policy 7 tot gevolg hadden niet gelinkt worden aan de expert trajectorie.®’
Het proces van het wijzigen van de weights w wordt door middel van een loop in de code
herhaald totdat een policy 7 is gevonden dat hetzelfde presteert als de expert trajectorie. In dat
geval is er een R gevonden die wanneer gebruikt in het MDP, een policy m heeft berekend en
die policy m komt overeen met de expert trajectorie. Na het defini€ren van R kan door middel
van bijvoorbeeld Q-learning de ©. gevonden worden. Zoals ik eerder aangaf is het mogelijk dat
de agent in dat geval beter presteert dan de expert.

Ik zie, net zoals Sutton en Barto in IRL een potentiele re€le oplossing voor het reward
signal-probleem.” Zij gaven als nadeel dat IRL alleen als model-based algoritmes gebruikt kan
worden, echter is in recente papers aangetoond dat er ook een model-free IRL-algoritme bestaat,
waardoor IRL in mijn ogen een stuk interessanter is geworden voor toepassing binnen
complexere environments waar de transitiefunctie niet bekend is.®! Voor de virtuele
belastingadviseur betekent dit dat in plaats van het zelf bedenken van de reward signal waarde

87 In de wiskunde is een lineaire combinatie een uitdrukking die is opgebouwd uit een reeks termen door elke
term te vermenigvuldigen met een constante en de resultaten bij elkaar op te tellen.

88 Muelling, Boularias 2014 p. 606.

8 Boularias 2011, p. 188.

%0 Sutton, Barto 2015, p. 386.

1 Muelling, Boularias 2014 p. 604.
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van fiscale actions, de expert trajectorie van een fiscale expert binnen de jurisprudentie dient te
worden onderzocht. Aan de hand van de expert trajectorie binnen de jurisprudentie zou de R
gevonden kunnen worden en aan de hand daarvan de optimale fiscale policy. Wat voor fiscaal
echter alsnog een lastige opgaaf blijft, is wanneer de agent fiscale actions neemt die een expert
nooit zou hebben bedacht, het niet meteen duidelijk is of deze actions ook daadwerkelijk
wettelijk toegestaan of verboden zijn. Immers speelt interpretatie van wetten binnen het recht
een grote rol. Het is de vraag of IRL in staat is dit soort onduidelijkheden mee te nemen in de
berekening van R.

De nadelen van IRL zijn echter wel dat de kenmerken van de reward signal volledig bekend
moeten zijn en dat de uiteindelijke R lineair dient te zijn. Verder moet er naar mijn mening nog
meer onderzoek worden gedaan naar deze vorm van reinforcement learning om te concluderen
dat IRL het door mij geschetste reward signal-probleem daadwerkelijk oplost. Immers is IRL
naar mijn mening een veelbelovende methode, maar is er tot nog toe te weinig onderzoek naar
gedaan.

5.6. De virtuele belastingadviseur
Indien alle benodigde fiscale informatie in het MDP is gemodelleerd zou het dus mogelijk

zijn de agent de wet te laten leren op eenzelfde wijze als in het experiment. Het zal fiscale
actions nemen en aan de hand van de ontvangen reward signal zal het een optimale policy
ontwikkelen door middel van het schatten van g..°> Het doel is dat de agent leert welke actions
ten eerste wettelijk toegestaan zijn en vervolgens dient het te leren welke actions tot een zo laag
mogelijk belastingresultaat leiden. Indien de optimale policy is geleerd zou het in theorie
belastingplichtigen kunnen adviseren. In dat geval wordt als state de belastingpositie van de
belastingplichtige genomen. Vanuit daar zal de virtuele adviseur de geleerde optimale policy
toepassen om een zo’n laag mogelijk belastingresultaat te halen. Aangezien de agent door
middel van Q-learning en exploiteren versus experimenteren voor ieder state action koppel
waar een belastingplichtige zich in kan bevinden, de action met de hoogste Q-function heeft
gevonden, weet het in de state die hetzelfde is als de belastingpositie van de belastingplichtige
welke fiscale action het meest gunstig is. Vervolgens wordt de nieuwe state waargenomen van
de belastingplichtige en kan het wederom de fiscale action met de hoogste Q-function kiezen.
Het waarnemen van de state zal moeten worden afgelezen door middel van het analyseren van
de fiscale positie van belastingplichtige en vervolgens het invoegen van de geanalyseerde
gegevens in het programma. In het experiment worden in playing.py de geleerde Q-functions
geéxploiteerd om de auto foutloos te laten rondrijden. De virtuele belastingadviseur heeft een
soortgelijk bestand als het playing.py bestand, echter wordt in dat soortgelijke bestand de
geanalyseerde gegevens toegevoegd om de volgende state te bepalen.

5.7. Tussenconclusie
Na in het vorige hoofdstuk te hebben aangetoond dat het mogelijk is een reinforcement

learning agent de wet te laten begrijpen heb ik in dit hoofdstuk onderzocht waar deze techniek
mogelijk binnen fiscaal gebruikt zou kunnen worden. Hierbij heb ik voorgesteld om een virtuele
belastingadviseur te ontwikkelen die door middel van reinforcement learning de wet heeft

92 yu, He 2019, p. 16.
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geleerd en aan de hand van het geleerde advies geeft aan belastingplichtigen. Hiervoor dient
ten eerste het fiscale domein gemodelleerd te worden als een MDP. De state is een list waarbij
de waardes van de list de belastingpositie van de agent uitdrukken. De actions zijn een
gelimiteerde set fiscale handelingen die de agent kan verrichten in de states. Het naar mijn
mening meest uitdagende onderdeel wordt het definiéren van een reward signal die zodanig is
geformuleerd dat de agent precies te weten komt welke actions wettelijk toegestaan zijn en
leiden tot een laag belastingresultaat. De oplossing die naar mijn mening interessant zou kunnen
zijn 1s het analyseren van een grote hoeveelheid jurisprudentie. Door middel van deze analyse
worden de eventuele positieve of negatieve gevolgen van fiscale actions in kaart gebracht. Aan
deze gevolgen wordt een numerieke waarde gegeven die in het MDP als een uit te geven reward
signal wordt gebruikt. Aangezien ik voorzie dat ook met de analyse het precies formuleren van
een juiste waarde van de reward signal een moeilijke opgave blijft, zie ik als alternatieve
oplossing IRL. Aan de hand van deze techniek wordt door het analyseren van een fiscale expert
de expert trajectorie functie geformuleerd. Vervolgens wordt een algoritme gebruikt om
verschillende reward signals te berekenen die in een normaal reinforcement learning proces
worden toegepast om een policy te berekenen. Indien de berekende policy overeenkomt met de
expert trajectorie functie is het bekend welke reward signals gebruikt dienen te worden.

Indien het bovenstaande correct is gebeurd, is het MDP volledig en kan de agent aan de
hand van Q-learning de gevolgen van fiscale actions leren. Nadat het leerproces is voltooid kan
het geleerde worden gebruikt als advies voor belastingplichtigen. Hiervoor wordt de
belastingpositie van de belastingplichtige als state gebruikt, aan de hand van de geleerde Q-
function weet de agent vervolgens wat de meest gunstige te nemen action is. Dit proces wordt
vervolgens vaker herhaald.

Het is verder van belang op te merken dat voordat bovenstaande ook daadwerkelijk gebruikt
zal worden in de praktijk, er nog veel obstakels dienen te worden overwonnen. Toch heeft het
naar mijn mening veel potentie. Daarom is het naar mijn mening gelukt om een reé€le toepassing
van reinforcement learning binnen Fiscaal Recht te bedenken.
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6. Conclusie

6.1. Hoe werkt reinforcement learning?
In dit hoofdstuk zal ik antwoord geven op de hoofdvraag van dit onderzoek:

“Reinforcement learning, de belastingadviseur van de toekomst of een overschatte
technologie?”

Om deze vraag te kunnen beantwoorden dient ten eerste begrepen te worden hoe
reinforcement learning werkt. Immers wordt veelvuldig over met name Al gezegd wat het
allemaal zou moeten kunnen oplossen, zonder dat daarbij rekening wordt gehouden met de
randvoorwaarden waaraan moet zijn voldaan voordat het probleem daadwerkelijk door Al
begrepen en opgelost kan worden. In dit onderzoek heb ik daarom eerst onderzocht wat
reinforcement learning exact is en hoe het werkt. Uit dit onderzoek is naar voren gekomen dat
reinforcement learning algoritmes gebruikt om een agent door middel van het nemen van
actions in states een zo hoog mogelijke totale reward signal te laten behalen. De omgeving
waarin de agent zich bevindt wordt ook wel het environment genoemd. Het leert van eerdere
genomen actions en de daarbij ontvangen reward signal. Het bepalen van de volgende meest
wenselijke state of action gebeurt door het berekenen van de meest wenselijke state door middel
van de value-function en het berekenen van de meest wenselijke action gekozen uit alle
mogelijke actions in die state gebeurt met behulp van de Q-function. De Q-function en value
function worden berekend door middel van het oplossen of, indien volledig oplossen niet
mogelijk is, zo dicht mogelijk oplossen van de Bellman vergelijking. Het wiskundig kader voor
deze vergelijking is bepaald door het MDP. Het MDP bestaat uit de functies die nodig zijn voor
reinforcement learning algoritmes. Eén van die algoritmes is het deep Q-learning algoritme.
Met behulp van Q-learning wordt in elke state voor iedere mogelijke action de Q-function
berekend. Vervolgens wordt de action gekozen met de hoogste Q-function. Oftewel, de action
waarbij de verwachte totale onmiddellijke reward signal en latere reward signal het hoogst is.

6.2. Het experiment
Door middel van het bovenstaande onderzoek is duidelijk geworden hoe reinforcement

learning werkt. Vervolgens kan onderzocht worden in hoeverre het mogelijk is om deze theorie
in de juridische praktijk toe te passen. Is het dus mogelijk om een juridische reinforcement
learning agent te cre€ren die in staat is de wet te begrijpen? Dit deel van het onderzoek heb ik
gedaan aan de hand van een experiment. Dit experiment bestaat uit een ommuurd environment
waarin zich bewegende obstakels bevinden. De agent is een auto die zelf door dit environment
rondrijdt en de eigen snelheid kan aanpassen. Het eerste doel van het experiment is om de agent
artikel 5a lid 1 sub g Wegenverkeerswet te laten leren, het verbod op het overschrijden van de
maximumsnelheid. Om dit te bereiken moet de agent door middel van deep Q-learning niet
harder gaan dan een vooraf bepaalde snelheid, echter dient het op de limiet te rijden van wat
wettelijk toegestaan is. Het tweede doel is de agent niet te laten botsen tegen de obstakels of de
muren van het environment. Het behalen van deze doelen gebeurt door het toekennen van
reward signals. Door middel van het leren van de reward signals, leert de agent wanneer het
zich later in de training in dezelfde situatie bevindt, welke action de hoogste Q-function heeft
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en dus gekozen dient te worden. Na het trainen van de agent is gebleken dat de agent heeft
geleerd beide doelen te behalen. Een getrainde agent rijdt exact op de maximale toegestane
snelheid en weet de obstakels en muren gedurende lange tijd te omzeilen. Derhalve kan gesteld
worden dat een reinforcement learning agent in staat is een eenvoudig wetsartikel te leren.
Daarom opent deze vaststelling naar mijn mening veel deuren voor verdere toepassing van
reinforcement learning binnen het recht en met name binnen Fiscaal Recht. Immers, de agent
heeft in dit experiment maar één wetsartikel geleerd. Als de agent in staat is grote hoeveelheden
artikelen of daadwerkelijk hele wetten te leren zouden er veel verschillende commerciéle
toepassingen van juridische en fiscale reinforcement learning agents bedacht kunnen worden.

6.3. Mogelijke toepassingen van reinforcement learning
Eén van deze toepassingen is het ontwikkelen van een virtuele belastingadviseur voor de

Wet op de Vennootschapsbelasting 1969. Bij het ontwikkelen van deze virtuele adviseur is het
echter van groot belang dat de randvoorwaarden van reinforcement learning worden begrepen.
En dat binnen de kaders van die randvoorwaarden een virtuele adviseur wordt gemaakt. Dit
betekent dat het fiscale domein vertaald moet worden naar cijfers, zodat deze gebruikt kunnen
worden in de reinforcement learning algoritmes en het daarmee samenhangende Markov
Decision Process. Voor de state waarin de fiscale agent zich in kan bevinden dient dus
informatie zoals vermogen, dochtervennootschappen en fiscale vestigingsplaats aanwezig te
zijn. Vervolgens dient aan deze informatie een uniek getal worden gekoppeld om het in het
MDP te laten passen.

Het naar mijn mening meest uitdagende gedeelte van het ontwikkelen van een
reinforcement learning belastingadviseur, is het creéren van reward signals die exact aangeven
welk doel de agent dient te behalen, namelijk een zo laag mogelijk belastingafdracht. Wanneer
een belastingplichtige immers een fiscale handeling uitvoert, zoals het aangaan van een
onzakelijke lening, is het lastig om direct aan te geven wat de gevolgen zijn van die handeling
en of deze gevolgen wel of niet gunstig zullen uitpakken voor die belastingplichtige. Dit staat
het uitgeven van deugdelijke reward signals in de weg. Derhalve dient er naar mijns inziens een
grote hoeveelheid aan jurisprudentie geanalyseerd te worden. Uit deze analyse dient een agent
gedefinieerd te worden, een state, een fiscale action en de gevolgen van die action als reward
signal. Deze analyse moet vervolgens in het environment worden geprogrammeerd en derhalve
kan het environment een reward signal uitgeven, die is gebaseerd op de analyse, wanneer de
agent zich in exact dezelfde state bevindt als die in de jurisprudentie. Deze analyse neemt echter
niet weg dat het defini€ren van reward signals lastig blijft. Wat dit wellicht zou kunnen oplossen
is een techniek die inverse reinforcement learning wordt genoemd. Deze techniek gebruikt een
zogenaamde expert trajectorie functie. Deze functie is afgeleid van, in dit geval een fiscale,
expert. Door het analyseren van de fiscale stappen die de expert heeft genomen kan door middel
van een inverse reinforcement learning algoritme de reward signal berekend worden. Het nadeel
van deze techniek is dat er nog weinig onderzoek is gedaan naar de toepassing binnen complexe
environments zoals het environment van de virtuele belastingadviseur.

Indien het mogelijk blijkt te zijn om het fiscale domein om te zetten naar data die gebruikt
kunnen worden voor een reinforcement learning agent, kan dit commercieel gezien zeer
interessant worden. Als state kan dan de informatie worden genomen die de belastingpositie
van een belastingplichtige omschrijft. Vervolgens wordt door middel van een Q-learning
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algoritme voor elke mogelijke fiscale action de Q-function berekend. De belastingplichtige
neemt de action met de hoogste Q-function over en verricht aan de hand van die action de
daarmee samenhangende meet gunstige fiscale handeling in de “echte” wereld.

6.4. De hoofdvraag
Het antwoord op de hoofdvraag of reinforcement learning de belastingadviseur van de

toekomst is of een overschatte technologie is naar aanleiding van het bovenstaande als volgt.
Naar mijn mening is de potentie van reinforcement learning binnen Fiscaal Recht zeker
aanwezig. Hierbij leg ik echter de nadruk op potentie. Immers wordt reinforcement learning tot
nog toe vooral gebruikt in spellen en voor het verrichten van simpele taken. Op het moment
wordt reinforcement learning nog niet veelvuldig gebruikt voor commerci€le doeleinden. Dit
heeft als reden dat de randvoorwaarden van reinforcement learning eisen dat veel informatie
over het environment bekend is en dat het definiéren van reward signals een zeer lastig punt
blijft. Toch heb ik kunnen aantonen dat een agent in staat is een wetsartikel te begrijpen.
Daarom ben ik van mening dat wanneer de bovenstaande problemen worden opgelost, de
toepassingen voor reinforcement learning binnen Fiscaal Recht zeer interessant kunnen zijn.
En dan met name het ontwikkelen van een reinforcement learning belastingadviseur die altijd
de meest gunstige fiscale action kiest. Indien dit lukt zou dit weleens de belastingadviseur van
de toekomst kunnen gaan worden er zijn immers weinig menselijke belastingadviseurs die altijd
de meest gunstige fiscale strategie weten te vinden. Een overschatte technologie is naar mijns
inziens dus niet, er dient echter nog veel meer onderzoek naar worden gedaan wil het de
verwachtingen waarmaken.
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